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Cevirmenlerin On Sozu

1990’1 yillarda yaganan bilisim devrimi ile bilgisayarlar hayatimizin her kesitini
degistirerek biiylik bir sosyal ve ekonomik doniisiime neden oldu. Bu doniisiimden
¢ok daha etkili ve hizli bir devrimi ise son birkag yildir, Yapay Zeka teknolojilerinde
kaydedilen biiytik bir atilimla yasamaya basgladik.

Derin Ogrenme adi verilen bu yeni teknolojiler insan beynindeki sinir aglarindan
esinlenerek gelistirildi. Insan gibi hatta zaman zaman insandan daha iyi algilayan,
goren, duyan, konugan ve 6grenen bu teknolojiler sayesinde, dogadaki akilli or-
ganizmalar: taklit edebiliyoruz. Hatta daha da ileri giderek dogada bulunmayan
karmagik 6grenme yontemleri de geligtirebiliyoruz. “Akilli sistemler”, bir canli gibi
cevreyi algiliyor ve anlamlandirabiliyor. Bunun da 6tesinde, insanin géremedigini
gorebilen, duyamadigini duyabilen, algilayamadigini algilayan ve taniyan makineler
geligtirebiliyoruz. Ornegin; manyetik rezonans goriintiileme teknikleri ile insanin
giplak gozle géremedigi organlar: géren ve hastalik teghisinde doktorlara yardimci
olan karar destek sistemleri tasarlayabiliyoruz. Ya da oriimceklerin ag kurma yon-
temlerini taklit ederek ériimcegin yapamadig saglamlikta yapilar olusturabiliyoruz.

Derin Ogrenme yontemleri, her giin kullandigimiz cihazlarim daha kullanish
ve verimli hale gelmesini sagladi. Siiriiciisiiz arabalar, kendi kendine hareket eden
insansiz hava ve kara araglari, akilli evler, akilli gehirler ve akilli fabrikalarin
olugturulmasina olanak sagladi. Tam otomasyonlu tiretimi saglamasi beklenen akill
fabrikalarin geligtirilecegi Endiistri 4.0 ¢agini tetikledi.

Derin Ogrenme yontemlerinin heniiz tiim diinyada gelisme asamasinda olmasin-
dan dolay1, gelismis ve gelismekte olan iilkeler yarisa ayni noktadan baglamaktadir.
Bu durum, Tirkiye gibi sinirh sayida da olsa yetigmis insan giiciine sahip bir iilke
i¢in biiytik bir firsat sunmaktadir. Bu kitap, tilkemizin derin 6grenme alaninda daha
iyi yerlere gelmesini saglamak icin gerekli insan giiclinii artirmay1 hedeflemektedir.
Bu vizyon dogrultusunda, kitabin gevirisi biiyiik bir titizlik, 6zveri ve emek ile
tamamlanmigtir.

Dikkat edilmesi gereken birka¢ hususun belirtilmesi yararl olacaktir:
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CEVIRMENLERIN ON SOZU

e Ceviri esnasinda, olabildigince TUBA Bilim Terimleri Sozliigii ve TBD Biligim
Terimleri Sozliigii dikkate alinmigtir. Ancak, Derin Ogrenme yontemlerinin
ve yazilimin bag dondiiren bir hizla ilerlemesinin bir sonucu olarak, bu
alandaki terimlerin bir kisminin Tiirkge kargiliginin olmadigi, birden fazla
sayida Tiirkce karsiliginin oldugu, onerilmis Tiirkce kargiliklarin anlagilir
olmadig1 veya sozliiklerde gecen karsiliklarinin metnin takibini zorlagtirdig:
tespit edilmigtir. Bu tiir terimlerin Tirkece kargiliklar: belirlenirken, metnin
kolay anlagilir ve takip edilir olmasi hedeflenmistir. Bunu kolaylagtirmak icin
metin icerisinde ilk gectikleri yerlerde 6nemli terimlerin Ingilizce karsiliklari
(gogunlukla ek agiklamalar ile) verilmigtir.

e Denklemler, Ingilizce yaym ve programlama kaynaklarmin takibini kolaylagtir-
mak maksadiyla gevirilmemigtir ve bu maksat dogrultusunda, denklemlerde
gecen bazi terimler metin icerisinde Tiirkcelestirilmemigtir.

e Algoritmalar: igeren sézde kodlar da okuyucunun programlama dillerindeki
Ingilizce komutlar: bildigi varsayimi ile ¢evrilmemigtir.

Bu geviri Ortadogu Teknik Universitesi Bilgisayar Miihendisligi'ndeki pek ¢ok
Ogretim iiyesi ve aragtirma gorevlisinin katkisi ile gerceklegtirilmigtir. Makine
Ogrenmesi alanindaki terimlerin Tiirkce karsiliklarini olusturmak icin bize destek
veren tiim arkadaslarimiza tesekkiir ederiz.

XX
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Derin Ogrenme Soézliigii

a
absolute value verification: mutlak deger dogrulamas:
accuracy: dogruluk

activation function: aktiflestirme fonksiyonu

active constraint: aktif kisit

adaptive linear element: uyarlanir dogrusal eleman
adversarial example: ¢ekigmeli 6rnek

adversarial training: cekismeli egitme

affine: ilgin

almost everywhere: hemen hemen her yerde

almost sure convergence: hemen hemen kesin yakinsama
ancestral sampling: gecmis 6rnekleme

annealed importance sampling: tavli énem ornekleme
approximation: yaklagiklik

approximate bayesian computation: yaklagik Bayes hesaplamasi
approximate inference: yaklagik ¢ikarim

array: dizi

artificial intelligence: yapay zeka

artificial neural network: yapay sinir agi
asymptotically unbiased: asimptotik 6ényargisiz
asynchronize: asenkron

attribute: nitelik

audio: ses

autoencoder: otokodlayici

automatic speech recognition: konugma tanima
autoregressive networks: otobaglayici aglar
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b

back-propagation: geri yayilim

back-propagation through time: zamanla geri yayilim
bag of words: sozciik guvali

bagging: istifleme

batch: yigin

batch normalization: y1gin normallestirme

Bayes error: Bayes hatasi

Bayes rule: Bayes kurali

Bayesian hyperparameter optimization: Bayesci hiperparametre eniyileme
Bayesian network: Bayes ag1

Bayesian probability: Bayes olasiligi

Bayesian statistics: Bayes istatistigi

belief network: inang ag1

benchmark: denek tas:

Bernoulli distribution: Bernoulli dagilimi

bias: onyargi

bias parameter: onyarg: parametresi

biased importance sampling: 6nyargili 6nem ornekleme
binary relation: ikili bagint:

block gibbs sampling: blok Gibbs 6rnekleme
boltzmann distribution: Boltzmann dagilimi
boltzmann machine: Boltzmann makinesi
broadcasting: yayimlama

brute force: kaba kuvvet

burn in: aligtirma

c
calculus: analiz

calculus of variations: degigim analizi

cascade: agamali

categorical distribution: kategorik dagilim
centering trick: ortalama hilesi

central limit theorem: merkezi limit teoremi
chain rule: zincir kurali

chain rule of productivity: olasiligin zincir kural
chess: satrang

chord: kirig

xxii
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chordal graph: kirigli ¢izge

class-based language models: sinif tabanl dil modelleri
classical dynamic system: klasik dinamik sistem
classification: simflandirma

clique: klik

clique potential: klik potansiyeli

collaborative filtering: dayanigmali filtreleme

collider: carpigtirica

color images: renkli goriintiiler

complex cell: karmagik hiicre

computational graph: hesaplamali gizge

computer vision: bilgisayarli gorii

concept drift: kavram sapmasi

condition number: matrisin saglamlik sayisi
conditional computation: kogullu hesaplama
conditional independence: kosullu bagimsizlik
conditional probability: kosullu olasilik

conditional RBM: kogullu RBM

connectionism: baglanticilik

connectionist temporal classification: baglantici zamansal siniflandirma
consistency: tutarlilik

constancy: sabitlik

constrained optimization: kisith eniyileme
content-based addressing: icerik-tabanlh adresleme
content-based recommender systems: icerik-tabanli 6neri sistemleri
context: baglam

context specific independence: baglama 6zgili bagimsizlik
contextual bandits: baglamsal yol kesmeler
continuation methods: siirdiirme yontemleri
continuous: siirekli

contractive autoencoder: daraltan otokodlayici
contrast: karsitlik

contrastive divergence: karsitsal iraksama

convex optimization: digbiikey eniyileme

convolution: evrigim

convolutional network: evrigimsel ag

convolutional neural network: evrigsimsel sinir agi
coordinate descent: koordinat inigi

coordinate ascent: koordinat ¢ikis

xxiil
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DERIN OGRENME SOZLUGU

correlation: korelasyon

cost function: maliyet fonksiyonu
covariance: egdegisirlik

covariance matrix: esdegisirlik matrisi
coverage: kapsama

critical temperature: kritik sicaklik
cross-correlation: ¢apraz korelasyon
cross-entropy: capraz entropi
cross-validation: ¢apraz saglama
curriculum learning: miifredat 6grenme
curse of dimensionality: boyut laneti

d

d-seperation: d-ayirma

damping: sondiirme

data generating distribution: veri iiretim dagilimi
data generating process: veri iiretim iglemi

data parallelism: veri paralellegtirme

dataset: veri kiimesi

dataset augmentation: veri kiimesi gesitleme
debugging: hata ayiklama

decision tree: karar agaci

decoder: kodgoziicii

deep belief network: derin inang agi

deep Boltzmann machine: derin Boltzmann makinesi
deep feedforward network: derin ileri besleme ag1
deep learning: derin 6grenme

degenerate: yozlagmig

denoising autoencoder: aritan otokodlayici
denoising score matching: aritan skor eglegtirme
density estimation: yogunluk kestirimi
derivative: tiirev

design matrix: agiklayici degiskenler matrisi
detector layer: dedektor katman

diagonal matrix: kogegen matris

differential entropy: diferansiyel entropi

Dirac delta function: Dirac delta fonksiyonu
directed acyclic graph: yonli cevrimsiz ¢izgesel

XXiv
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directed graph model: yonlii ¢izgesel model
directional derivative: yonlii tiirev
discriminative fine-tuning: ayrimc: hassas ayar
discriminative RBM: ayrimci RBM
distributed representation: dagitik gosterim
domain adaptation: alan uyarlama

dot product: i¢ carpim

double backprop: cift geri yayilim

doubly block circulant matrix: ¢ift bloklu dairesel matris
dream sleep: riiya uykusu

dropconnect: bag soniimii

dropout: iletim séniimii

dynamic structure: dinamik yapi

e
e-step: e-adim

early stopping: erken durdurma

echo state network: yanki durum ag:
effective capacity: etkin kapasite
eigendecomposition: 6zayrisma
eigenvalue: 6zdeger

eigenvector: 6zvektor

elementwise product: eleman carpimi
embedding: gomiilme

empirical distribution: deneysel dagilim
emprical risk: deneysel risk

emprical risk minimization: deneysel risk enkiiciiltmesi
encoder: kodlayici

energy function: enerji fonksiyonu
energy-based model: enerji tabanl model
enhanced gradient: gelismis gradyan
ensemble methods: topluluk yontemleri
epoch: epok

equality constraint: esitlik kisiti
equivariance: esit degisirlik

error function: hata fonksiyonu
estimation: kestirim

Euclidean norm: Euclid normu

XXV
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DERIN OGRENME SOZLUGU

Euclidean space: Euclid uzay:

Euler-Lagrange equation: Fuler-Lagrange esitligi
evidence lower bound: kanit alt sinir1
example: 6rnek

expectation: beklenti

expectation maximization: beklenti enbiiytitme
expected value: beklenti degeri

explaining away: savusturma

exploitation: faydalanma

exploration: kesif

exponential: iistel

exponential distribution: iistel dagilhim

f

f-score: f-skor

factorial: carpinim

factor: faktor

factor analysis: faktor analizi

factor graph: faktorler gizgesi

factors of variation: degisirlik faktorleri
feature: 6znitelik

feature selection: 6znitelik segme
feedforward neural network: ileri beslemeli sinir ag1
fine-tuning: hassas ayar

finite differences: sonlu farklar

forget gate: unutma kapisi

forward propagation: ileri yayilim
Fourier transform: Fourier doniisiimii
foveation: foveasyon

free energy: serbest enerji

frequency: frekans

frequentist probability: deneysel olasilik
frequentist statistics: deneysel istatistik
Frobenius norm: Frobenius normu

fully visible Bayes network: tamamen goriiniir Bayes ag1
function: fonksiyon

functional derivatives: fonksiyonel tiirevler

XXVi



“main” — 2018/10/22 — 22:43 — page xxvii — #27 EF

DERIN OGRENME SOZLUGU

g
Gabor function: Gabor fonksiyonu

gated recurrent unit: kapili yinelemeli tinite

Gaussian distribution: Gauss dagilimi

Gaussian kernel: Gauss kerneli

Gaussian mixture: Gauss karigimi

generalization: genellestirme

generalized Lagrange function: genellestirilmis Lagrange fonksiyonu
generalized lagrange: genellesgtirilmis Lagrange

generative adversarial networks: iiretken cekismeli aglar
generative moment matching networks: liretken moment esleyen aglar
generator network: iiretici ag

Gibbs distribution: Gibbs dagilimi

Gibbs sampling: Gibbs 6rneklemesi

global contrast normalization: global kargit normallegtirme

GPU: grafik iglem birimi

gradient: gradyan

gradient clipping: gradyan kirpma

gradient ascent: gradyan c¢ikigi

gradient descent: gradyan inisi

graph: cizge

graph embedding: cizge gomiilmesi

graphical model: cizgesel model

graphics processing unit: grafik isleme birimi

graph theory: ¢izge kurami

greedy algorithm: hirsh algoritma

greedy layer-wise unsupervised pretraining: katmanlarin denetimsiz hirsh
onegitilmesi

greedy supervised pretraining: hirsli denetimli 6negitme

grid search: izgara arama

h

Hadamard product: Hadamard carpimi
harmonium: harmonyum

harmony theory: harmoni kurami

Helmholtz free energy: Helmholtz serbest enerjisi
Hessian matrix: Hesse matrisi

heteroscedastic: ayri degisirlikli

xxvii
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DERIN OGRENME SOZLUGU

hidden layer: gizli katman

hidden unit: gizli birim

hill climbing: tepe tirmanisi

hyperparameter optimization: hiperparametre eniyilemesi
hyperparameters: hiperparametreler

hypothesis space: hipotez uzayi

i

i.i.d. assumptions: i.i.d. varsayimlari

identity matrix: birim matris

image: goriintii

ImageNet Large Scale Visual Recognition Challange: ImageNet Genis
Olcekli Tanima Yarismasi

immorality: aykirilik

implementation: gerceklestirme

importance sampling: énem 6rnekleme

importance weighted autoencoder: énem agirlikli otokodlayic
independence: bagimsizlik

independent and identically distributed: bagimsiz 6zdesce dagilmig
independent component analysis: bagimsiz bilegenler analizi
independent subspace analysis: bagimsiz altuzaylar analizi
inequality constraint: egitsizlik kisit

inference: ¢ikarim, ¢ikarsama

intercept: kesim noktasi

inferotemporal cortex: sakak alti korteksi

information retrieval: bilgi getirimi

initialization: ilk deger atama

interpolate: aradegeri bulmak

intractable: kolay ¢oziimlenemez

invariance: degismezlik

isotropic: izotrop

J
Jacobian matrix: Jacob matrisi
joint probability: ortak olasilik

xxviii
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k

k-means: k-ortalama

k-nearest neighbor: k-en yakin komsu
Karush-Kuhn-Tucker conditions: Karush-Kuhn-Tucker kosullar
kernel machine: kernel makinesi

kernel trick: kernel hilesi

KKT conditions: KKT kogullari

KL divergence: KL raksamasi

knowledge base: islenmis bilgi tabani

Krylov methods: Krylov yontemleri

Kullback-Leibler divergence: Kullback-Leibler iraksamasi

1

label: etiket

label smoothing: etiket diizlegtirme

ladder network: basamakli ag

Lagrange multipliers: Lagrange carpanlari
Lagrangian: Lagrange fonksiyonu

laplace distribution: Laplace dagilimi
latent: sakl

latent variable: sakli degisken

layer: katman

leaky ReLU: sizintili ReLLU

leaky units: sizintili birimler

learnin grate: 6grenme orani

likelihood: olabilirlik

line search: dogru iizerinde arama

linear combination: dogrusal bilegim
linear dependence: dogrusal bagimlilik
linear factor model: dogrusal faktor modeli
linear regression: dogrusal baglanim

link prediction: baglant1 6ngoriisi
Lipschitz constant: Lipschitz sabiti
Lipschitz continuous: Lipschitz siireklisi
liquid state machine: Likit durum makinesi
local conditional probability distribution: yerel kosullu olasilik dagilimi
local contrast normalization: yerel karsitlik normallegtirmesi
logistic regression: lojistik baglanim

XXix
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logistic sigmoid: lojistik sigmoid

long short-term memory: uzun émiirlii kisa-dénem bellegi
look-up table: bagvuru ¢izelgesi

loop: dongii

loopy belief propagation: dongiisel inang yayilimi

loss function: kayip fonksiyonu

m
m-step: m-adim

machine learning: makine 6grenmesi

machine translation: makine terciimesi

main diagonal: ana kdsegen

manifold hypothesis: manifold hipotezi
manifold learning: manifold 6grenme

manifold tangent classifier: manifold tanjant simiflandiricisi
MAP approximation: MAP yaklagtirmas:
marginal probability: marjinal olasilik

Markov chain: Markov zinciri

Markov chain Monte Carlo: Markov zincirli Monte Carlo
Markov network: Markov agi

Markov random field: Markov rastgele alani
matrix: matris

matrix inverse: matris tersi

matrix product: matris ¢arpimi

max norm: en biiyiikk norm

max pooling: en biiyiikleri biriktirme

maximize: enbiiylitme

maximum aposteriori: en biiylik ardil
maximum likelihood: en biiyiik olabilirlik
maxout: biiyiik-cikt1

mean field: orta alan

mean squared error: ortalama karesel hata
measure theory: 6l¢gme kurami

measure zero: sifir 6l¢lim

medial temporal lobe: orta sakak lobu

memory network: bellek agi

method of steepest descent: en dik inig yontemi
minibatch: miniyigin

XXX



“main” — 2018/10/22 — 22:43 — page xxxi — #31

DERIN OGRENME SOZLUGU

minimize: enkiicililtme

missing inputs: eksik girdiler

mixing: karigtirma

mixture density networks: karma yogunluk aglari
mixture distribution: karma dagilim

mixture model: karma model

mixture of experts: uzman karmasi

model averaging: model ortalama

model compression: model sikigtirmasi

model identifiability: model tanimlanabilirligi
model parallelism: model benzegmesi

moment matching: moment eglestirme
Moore-Penrose pseudoinverse: Moore-Penrose tersimsisi
moralized graph: diizeltilmis ¢izge

multi-modal learning: ¢ok-doruklu 6grenme
multi-prediction DBM: ¢ok-6ngoriilii DBM
multi-task learning: coklu-gérev 6grenme
multilayer perception: ¢ok katmanli algilama
multilayer perceptron: ¢ok katmanl perseptron
multinomial distribution: ¢ok terimli dagilim
multinoulli distribution: ¢oklu Bernoulli dagilimi

n
naive Bayes: naif Bayes

natural image: dogal goriinti

natural language processing: dogal dil igleme

nearest neighbor regression: en yakin komsu baglanimi
negative definite: negatif tanimh

negative phase: negatif faz

Nesterov momentum: Nesterov momentumu

Netflix Grand Prize: Netflix Biiyiik Odiilii

neural language model: sinirsel dil modeli

neural network: sinir agi

neural turing machine: sinirsel Turing Makinesi

neural machine translation: sinirsel makine cevirisi
neuroscience: sinirbilim

Newton’s method: Newton yontemi

no free lunch theorem: “bedaya yemek yok” teoremi
noise-contrastive estimation: giiriiltiiye kargit kestirim

XXXi
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nonlinear: egrisel

nonlinearity: egrisellik

nonparametric model: parametrik olmayan model

normal distribution: normal dagilim

normal equations: normal denklemler

normalized initialization: normallestirilmis ilk deger atama
numerical differentiation: sayisal farklar

o
object detection: nesne saptama

object recognition: nesne tanima

objective function: amac fonksiyonu

one-hot representation: bir-elemani-bir olan gdsterim
one-hot vector: bir-elemani-bir olan vektor

one-shot learning: tek seferde 6grenme

operation: islem

optimization: eniyileme

orthodox statistics: Ortodoks istatistigi

orthogonal matching pursuit: ortogonal eslestirme takibi
orthogonal matrix: ortogonal matris

orthogonality: ortogonallik

output layer: cikt1 katmani

p
padding: doldurma

parallel distributed processing: paralel dagitik igleme
parameter initialization: parametrelere ilk deger atamasi
parameter sharing: parametre paylagimi

parameter tying: parametre esleme

parametric model: parametrik model

parametric ReLU: parametrik ReLU

parent: iist

parsing: Sozdizimsel ayrigtirma

partial derivative: kismi tiirev

partition function: boliintii fonksiyonu

perceptron: perseptron

persistent contrastive divergence: kalic1 kargitsal iraksama

xxxii
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perturbation analysis: pertiirbasyon analizi

point estimator: nokta kestiricisi

policy: politika

pooling: biriktirme

positive definite: pozitif tanimh

positive phase: pozitif faz

posterior: ardil

posterior probability: ardil olasilik

posterior distribution: ardil dagilim

precision: kesinlik

predictive sparse decomposition: dngoriisel seyrek ayrigim
preprocessing: onisleme

presentation: sunum

pretraining: 6negitme

primary visual cortex: birincil gorsel korteks

principal component analysis: ana bilegenler analizi
prior: onciil

prior probability: onciil olasilik

prior probability distribution: 6nciil olasilik dagilimi
probabilistic PCA: olasiliksal PCA

probabilistic model: olasiliksal model

probability density function: olasilhik yogunluk fonksiyonu
probability distribution: olasilik dagilimi

probability mass function: olasilik kiitle fonksiyonu
probability mass function estimation: olasilik kiitle fonksiyonu kestirimi
product of experts: uzman carpimi

product rule of probability: olasiligin ¢arpim kural
pseudolikelihood: yar1 benzerlik

q
quadrature pair: dort evreli ¢ift

quasi-Newton methods: Newton-vari yontemler

r
radial basis function: dairesel baz fonksiyonu
random search: rastgele arama

random variable: rastgele degisken

ratio matching: oran eglestirme

xxxiii



“main” — 2018/10/22 — 22:43 — page xxxiv — #34

DERIN OGRENME SOZLUGU

recall: duyarhilik

receptive field: alim alam

recommender systems: Onerici sistemler

rectified linear unit: diizeltilmis dogrusal birim
recurrent network: yinelemeli ag

recurrent neural network: yinelemeli sinir ag:
regression: baglanim

regularization: diizenlilegtirme

regularizer: diizenlilegtirici

reinforcement learning: pekistirmeli 6grenme

relational database: iligkisel veri tabani

relations: bagintilar

reparametrization trick: yeniden parametrelegtirme hilesi
representation: gosterim

representation learning: gosterim 6grenme
representational capacity: gosterimsel kapasite
restricted Boltzmann machine: kisitlandirilmis Boltzmann makinesi
Ridge regression: Ridge baglanimi

s
saddle points: eyer noktalar

sample mean: ornekleme ortalamasi

scalar: skaler

score matching: skor eslestirme

second derivative: ikinci tiirev

second derivative test: ikinci tiirev testi
self-information: 6zbilgi

semantic hashing: anlamsal adresleme
semi-supervised learning: yari denetimli 6grenme
separable convolution: ayrilabilir evrigim
separation: ayirma

sequence: sira (siral dizi)

set: kiime

Shannon entropy: Shannon entropisi

sigmoid belief network: sigmoid inang ag:
simple cell: yalin hiicre

simultaneous: egzamanl

singular value: tekil deger

XXXV
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singular value decomposition: tekil deger ayrigimi
singular vector: tekil vektor

slow feature analysis: yavas 06znitelik analizi
smoothness: piiriizsiizliik

spam detection: spam saptama

sparse coding: seyrek kodlama

spike and slab sparse coding: sivri ve kalin seyrek kodlama
sparse initialization: seyrek ilk deger atama

sparse representation: seyrek gosterim

spectral radius: spektral yaricap

speech recognition: konugma tanima

sphering: kiire seklini verme

square matrix: kare matris

standard deviation: standart sapma

standard error: standart hata

standard error of the mean: ortalamanin standart hatasi
statistic: istatistik

statistical learning theory: istatistiksel 6grenme kurami
steepest descent: en dik inis yontemi

stochastic back-propagation: stokastik geri yayilim
stochastic gradient ascent: stokastik gradyan cikisi
stochastic gradient descent: stokastik gradyan inisi
stochastic maximum likelihood: stokastik en biiyiik olabilirlik
stochastic pooling: stokastik biriktirme

structure learning: yapisal 6grenme

structured output: yapilandirilmis gikt:

structured probabilistic model: yapilandirilmig olasilik modeli
sum rule of probability: olasiligin toplam kurali

sum product network: toplam-carpim agi

supervised: denetimli

supervised fine-tuning: denetimli hassas ayar
supervised learning: denetimli 6grenme

support vector machine: destek vektor makinesi
surrogate loss function: vekil kayip fonksiyonu
symmetric matrix: simetrik matris

synchronize: senkron

XXXV
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t

tangent distance: tanjant mesafesi
tangent plane: tanjant diizlemi
tangent prop: tanjant yayilimi
teacher forcing: 6gretmen zoru
tempering: kizdirma

template matching: sablon eglestirme
tensor: tensor

test set: test kiimesi

Tikhonov regularization: Tikhonov diizenlilestirmesi
tiled convolution: doseli evrigim
time-delay neural network: zaman-gecikmeli sinir agi
Toeplitz matrix: Toeplitz matrisi
topographic ICA: topografik ICA
trace operator: iz operatori
tractable: kolay ¢6ziimlenebilir
training: egitme

training error: egitim hatasi
transcription: transkripsiyon
transfer learning: aktarim 6grenme
transpose: transpoz

triangle inequality: iiggen esitsizligi
triangulated graph: tlicgenlemeli ¢izge
tuple: ¢okuzlu

u
unbiased: onyargisiz

underdetermined: eksik belirtilmis

underflow: kii¢climenlik

undirected graphical model: yonsiiz ¢izgesel model

undirected model: yonsiiz model

uniform distribution: diizgiin dagilim

unimodal distribution: tek tepeli dagilim

unit norm: birim norm

unit vector: birim vektor

universal approximation theorem: evrensel yaklagiklik teoremi

universal approximator: evrensel yakinlagtiric

unnormalized probability distribution: normallesgtirilmemis olasilik dagilimi

XXXVi
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DERIN OGRENME SOZLUGU

unpooling: dagitim
unsupervised learning: denetimsiz 6grenme
unsupervised pretraining: denetimsiz 6negitme

v

v-structure: v-yapisi

Vapnik-Chervonenkis dimension: Vapnik-Chervonenkis boyutu
variable: degisken

variance: degisirlik

variational: degigsimsel

variational autoencoder: degisimsel otokodlayici
variational derivatives: degisken tiirevler

variational free energy: degisken serbest enerji
variational inference: degigimsel ¢ikarim

VC dimension: VC boyutu

vector: vektor

virtual adversarial examples: sanal ¢ekigmeli 6rnekler
visible layer: goriiniir katman

visible variable: gorinir degisken

volumetric data: hacimsel veri

w

Wake-Sleep: Uyandirma-Uyutma

weight decay: agirlik azalimi

weight space symmetry: agirlik uzay: simetrisi
whitening: beyazlagtirma

word embedding: kelime gémiilmesi

¥4

zero-data learning: verisiz 6grenme
zero-shot learning: eksik etiketli 6grenme
0-1 loss: 0-1 kayip

XxXXVil
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Notasyon

Bu béliimde kitapta kullandigimiz notasyonun bir 6zetini sunuyoruz. Eger buradaki
matematiksel kavramlara asina degilseniz, cogunun aciklamalarini Boliim 2-4’te
bulabilirsiniz.

Sayilar ve Diziler
a Bir skaler (tamsay1 veya gergek say1)
a Bir vektor
A Bir matris
A Bir tensor
I, n satir1 ve n situnu olan bir birim matris

1 Boyutu i¢inde bulundugu baglama gore degisen bir
birim matris

el 1 pozisyonunda 1 olan standart bir baz vektori,
0,...,0,1,0,...,0]

diag(a) Kosegenindeki girdileri a ile belirtilen, karesel,
kosegenel bir matris.

a Bir skaler rastgele degisken
a Vektorel degerli bir rastgele degisken
A Matris degerli bir rastgele degisken
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NOTASYON
Kiimeler ve Cizgeler
A Bir kiime
R Gergek sayilar kiimesi

{0,1} 0 ve 1 igeren kiime

{0,1,...,n} 0 ve n arasindaki tiim tamsayilar1 igeren kiime
[a, b] a ve b’yi de igeren gergek sayilar aralig:
(a, b] a’nin dahil olmadigi, fakat b'nin dahil oldugu

gercek sayilar aralig

A\B Kiime farki, yani A’'nin B’de olmayan tiim eleman-
larinin olusturdugu kiime

g Bir ¢izge

Pag(x;) x;'nin G’deki ebeveynleri

Indeksleme

a; a vektoriiniin ¢ elemani, burada dizinleme 1 ile
baglamaktadir

a—; a vektoriinin ¢ haricindeki tiim elemanlar:
A;; A matrisinin 7, j elemani

A;. A matrisinin 7 satir1

A.; A matrisinin 7 stitunu

Aijr 3 Boyutlu A tensoriiniin (7, 7, k) elemam
A..; 3 Boyutlu tensoriin 2 Boyutlu kesiti

a; a rastgele vektoriiniin ¢ elemani

Dogrusal Cebir Iglemleri

AT A matrisinin transpozu

AT A’nin Moore-Penrose tersimsisi
A® B A ve B'nin eleman bazinda (Hadamard) garpimi
det(A) A’min determinanti

x1
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NOTASYON

Vxy

Vxy
of
ox
V2 f(@) veya H(f)(x)

/f(a:)da:
/Sf(w)dw

alb
alb|c
P(a)

p(a)

an~ P
Ex~p[f(z)] or Ef (z)
Var(f(z))
Cov(f(x),g(x))
H(x)
Dx1(P||Q)

N (5 1, 2)

Kalkiiliis

y’nin x’e gore tiirevi

y'nin z’e gore kismi tiirevi

y’nin x’e gore gradyani

y’nin X'’e gbére matris tlirevi

y'nin X ’e gore tiirevini igeren tensor
Jacob matrisi J € R"™*™nin f: R" — R™
f’in x girdi noktasindaki Hesse matrisi

Tiim x alaninda tanimli olan belirli integral

S kiimesinde, x’e gore alinan belirli integral

Olasilik ve Bilgi Teorisi

a ve b rastgele degigskenleri bagimsizdir
a ve b, ¢ verildiginde kogullu olarak bagimsizdir
Ayrik bir degisken tizerindeki olasilik dagilimi

Stirekli bir degisken tizerindeki veya tipi belir-
tilmemis bir degisken tizerindeki olasilik dagilimi

Rastgele degigken a’nin dagilimi P’dir
P(x)’ye gore f(x)’in beklentisi

P(x) altinda f(x)’in degisirligi

P(x) altinda, f(z) ve g(x)’in esdegisirligi
x rastgele degigkeninin Shannon entropisi
P ve Qnun Kullback-Liebler iraksamasi

x tlzerindeki Gauss dagilimi, ortalamasi p ve
esdegisirligi ¥’dir

xli
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NOTASYON
Fonksiyonlar
f:A— B Tamm kiimesi A ve deger kiimesi B olan fonksiyon
fog f ve g fonksiyonlarimin bilegimi
f(x;0) 0 ile parametrelendirilmis olan x’in bir fonksiyonu.
(Gosterimi hafifletmek amaciyla bazen f(x) yazip
0’y1 gosterime katmayiz)
log 2’in dogal logaritmasi
o(x) Lojistic sigmoid, 1—|—ex1p(—x)
¢(z) Softplus, log(1 + exp(x))
||, 2’in LP normu
||| x’in L? normu
zt x’in pozitif kismi, yani max(0, z)
lcondition  Kosul (condition) dogru ise 1, aksi takdirde 0 verir.

Bazen argtimani skaler olan bir f fonksiyonunu alip, bu fonksiyonu bir vektore,
bir matrise veya bir tensore uygularz: f(x), f(X), or f(X). Bu, f fonksiyonunun
eleman bazinda uygulandigini gostermektedir. Ornegin, eger C = o(X) olursa, o

zaman gegerli tiim ¢, j and k i¢in G j = o(X; ;1) olur.

Ddata

ﬁdata

4@ veya @

Veri Kiimeleri ve Dagilimlar

Veri iiretim dagilimi

Egitim kiimesi tarafindan tanimlanan deneysel
dagilim

Egitim ornekleri kiimesi
Veri kiimesinin i-inci érnegi (girdisi)
Denetimli 6grenmede () ile iligkilendirilen hedef

X;. satirinda (@ girdi 6rnegini barmdiran m x n
boyutlu matris

xlii
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Diigiinebilen makineler yapabilmek, uzun zamandan beri mucitlerin hayallerinde
yer almistir. Bu hayalleri en az antik Yunan’a kadar gitmektedir. Belki, Pygmalion,
Daedalus ve Hephaestus gibi mitik figiirler, efsanevi mucitler olarak goriilebilir.
Galatea, Talos ve Pandora yapay hayat olarak nitelendirilebilir. (Ovid ve Martin,
2004; Sparkes, 1996; Tandy, 1997).

Programlanabilen bilgisayarlar ylizyili agkin bir siire 6nce ilk gelistirildiklerinde,
insanlar bu makinelerin zekaya sahip olup olamayacaklarini merak ettiler (Lovelace,
1842). Bugiin ise yapay zeka (YZ), bir¢ok uygulamas: ve aktif olarak aragtirilan
gokca konusu bulunan gelismekte olan bir bilim dalina déniigmiigtiir. Giintimiizde
otomasyondan, konugmaya, goriintii anlamaya, tibbi tanidan temel bilim aragtirm-
larina kadar bir¢ok alanda akilli yazihmlardan yardim almaktayiz.

Yapay zekadnin erken donemlerinde, insanlarin giicliikle ¢ozebildigi ama bilgisa-
yarlar i¢in nispeten siradan, yani bigimsel ya da matematiksel kurallarla tanim-
lanabilen problemler hizla ¢oziildii. Ancak gercek sorunun, insanlar i¢in kolay
ama bicgimsel ya da matematiksel olarak tanimlanmasi zor olan, insan yiizii ya da
konugma tanima gibi giinliik hayatta siirekli ¢6zdiigiimiiz problemler oldugu ortaya
cikti.

Bu kitap goreceli olarak daha sezgisel problemleri ¢ézmek igin 6nerilen bir yak-
lagim tizerinedir. Bu yaklagim bilgisayarlarin her kavrami, daha temel kavramlarla
iligkilendirerek, bir kavramlar hiyerarsisi 6grenmesini saglar. Boylece, bilgisayarlarin
gereksinim duydugu bigimsel kurallarin insan eliyle girilmesine ihtiya¢ kalmaz.
Kavramlar hiyerarsisi bilgisayarin karmagik kavramlar: daha basit kavramlardan
yola ¢ikarak kurmasina olanak saglar. Bu kavramlarin birbiri iizerine nasil inga
edildigini gosteren bir ¢izge olugturursak, bu ¢izge ¢ok katmanl, bir bagka deyigle
derin bir cizge olur. Iste bu yiizden biz, bu yaklasima derin dgrenme diyoruz.
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Baslangicta yapay zeké algoritmalarinin birgok basarisi, bilgisayarlarin gercek
problemlerle ilgili olmayan kismen daha steril ve diizenli ortamlarda elde edildi.
Ornegin, IBM’nin Deep Blue adindaki satrang oynama sistemi diinya sampiyonu
Garry Kasparov’'u 1997 yilinda maglup etti (Hsu, 2002). Elbette satrang yalnizca
64 kare ve 32 parcadan olusan ve parcalarin siki kurallara bagl olarak hareket
edebildigi oldukca basit bir oyundur. Bagarili bir satrang stratejisi olusturmak
onemli bir bagaridir ancak bu problemin zorlugu, satrang taglarini ve gecerli
hamleleri bilgisayara anlatmakta yatmamaktadir. Satrang kurallari, programeci
tarafindan bilgisayara bicimsel kurallardan olugan kisa bir liste olarak kolayca
verilebilir.

Ilging bir sekilde, insanlar i¢in en zor zihinsel aktivitelerden biri olan soyut ve
bicimsel problemler bir bilgisayar icin en kolay igler arasinda yer alir. Bilgisayarlar
uzun zamandir en iyi satrang oyuncularini yenebilmektedir ancak yakin bir zamanda
insanlarin nesneleri tanima veya konugma yeteneklerine erigebilmigtir. Giinliik
hayatta bir insan diinya hakkinda ¢ok fazla bilgiye ihtiyag duyar. Bu bilginin
cogu oOznel ve sezgiseldir ve bu nedenle bigcimsel olarak ifade edilmesi giigtiir.
Akilli bilgisayarlar geligtirebilmek igin bu tiir bilgilerin bilgisayarlara yiliklenmesi
gerekir. Yapay zekddaki en 6nemli giicliiklerden biri de bigimsel olmayan bu bilginin
bilgisayara nasil aktarilacagidir.

Gegmiste gesitli yapay zeka projelerinde gercek hayat bilgileri, bi¢cimsel dillerde
kodlanmaya ¢alisildi. Teorik olarak, bir bilgisayarin mantiksal ¢ikarim kurallar: kul-
lanarak bu bigimsel dillerde otomatik olarak akil yiirtitmesi miimkiindii. Bu yapay
zekd alaninda knowledge base yaklagimi olarak bilinmektedir. Ancak bu projeler-
den hichiri biiyiik bir bagar1 yakalayamadi. Bu projelerin en iinliilerinden biri olan
Cyc Cyc (Lenat ve Guha, 1989) veri bankasinda CyCL dilini kullanilarak yazilmig
ifadeler igeren bir ¢ikarim motoruydu. Veri tabanindaki ifadeler aragtirmacilar
tarafindan giriliyordu ve bu problemli bir siire¢ti. Diinyay1 dogru bir sekilde tarif
etmek icin yeterli karmagiklikta bicimsel kurallar {iretmek zorluydu. Ornegin Cyc,
Fred adindaki bir adamin sabahlari trag olmas ile ilgili bir éykiiyli anlamayamisti.
Cikarim motoru hikayede geligki buluyordu. Cyc insanlarin elektriksel pargalari
olmadigini biliyordu fakat Fred elektrikli trag makinesini tuttugunda, Cyc “trag
olan Fred” nesnesinin elektriksel pargalar igerdigi kanisina vardi. Sonug olarak trag
olan Fred’in trag sirasinda hala insan olup olmadigindan emin degildi.

Sabit kodlu bilgiye dayanan sistemlerin kargilagtigi zorluklar, YZ sistemlerinin
ham veriden oriintiiler ¢ikararak kendi bilgilerini elde etme kabiliyetine ihtiyag
duyduklarim ortaya koymaktadir. Bu kabiliyet makine 6grenmesi olarak bilinir.
Makine 6grenmesi, gergek diinyadaki bilgileri igeren problemlerle bag etmeye ve
oznel goriinen kararlar vermeye olanak sagladi. Ornegin, basit bir makine 6grenme
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algoritmasi olan lojistik baglanim sezaryen ameliyat yapilip yapilmamasi ko-
nusunda karar verebilir. Bir diger basit makine 6grenme algoritmasi olan Naif
Bayes, gercek e-maillerle spamlar1 ayirt edebilir.

Basit makine 6grenme algoritmalarinin performansi girdi verilerinin gésteri-
minin kalitesinden biiyiik 6l¢iide etkilenir. Ornegin, sezaryen dogumlara karar
vermek igin lojistik baglanim kullanildiginda, yapay zekéd hastayr muayene etmez.
Bunun yerine doktorlar sisteme rahimde yara olup olmadig1 gibi annenin durumuyla
ilgili birtakim bilgiler iletir. Hastanin gbsteriminde yer alan her bilgi parcasi birer
oznitelik olarak bilinir. Lojistik baglanim, hastanin bu 6zelliklerinin her birinin
gesitli sonuclar ile nasil baglantili oldugunu 6grenir. Bununla birlikte model, 6znite-
liklerin nasil tanimlandigini herhangi bir sekilde belirtemez. Lojistik baglanima
doktorun hazirladig1 bigimsel rapor yerine bir MR taramasi verilseydi, modelin bu
goriintiilerden herhangi mantikli birer tahmine varmasi miimkiin olmazdi. Dogum
sirasinda olugabilecek komplikasyonlarla MR tizerindeki tek bir piksel arasindaki
baglanti ise 6nemsenmeyecek kadar diisiiktiir.

Gosterimlere olan bu bagimlilik, bilgisayar bilimleri ve hatta giinliikk yagam
boyunca ortaya gikan genel bir olgudur. Bilgisayar bilimlerinde, bir veri kolleksiyo-
nunu aramak gibi iglemler, koleksiyon akillica yapilandirilmig ve endekslenmigse,
kat kat daha hizli gerceklestirilebilir. Insanlar kolayca Arap rakamlar: {izerinde
aritmetik islem yapabilir, ancak Roma rakamlar: tizerinde aritmetik islem yapmak
cok daha zaman alicidir. Oznitelik seciminin, makine 6grenme algoritmalarinin
performans: iizerinde ¢ok biiyiik bir etkisi olmas1 gagirtici degildir. Gorsel bir 6rnek
icin Sekil 1.1’e bakiniz.

Pek ¢ok yapay zekad problemi, bu problem i¢in gereken dogru 6znitelik kiimesini
tasarlayarak ve daha sonra bu 6znitelikleri basit bir makine 6grenme algoritmasina
ileterek coziilebilir. Ornegin, konusmacinin ses yolunun uzunlugu, konusan kisiyi
tanimak i¢in kullanigh bir 6zniteliktir. Bu 6znitelik, konusmacinin erkek mi, kadin
mi1 ya da ¢ocuk mu olduguna dair giiclii bir ipucu verir.

Bununla birlikte, bir¢ok problem i¢in hangi 6zniteliklerin toplanmasi gerektigini
bilmek giictiir. Ornegin, fotograflarda araba bulmak icin bir program yazmak
istedigimizi varsayalim. Arabalarin tekerlekleri oldugunu biliyoruz, bu nedenle
tekerleklerin varligimi bir 6zellik olarak kullanmak isteyebiliriz. Ne yazik ki, bir
tekerlegin piksel degerleri acisindan tam olarak neye benzedigini aciklamak zordur.
Bir tekerlek basit bir geometrik gekle sahiptir, ancak tekerlegin goriintiisii tekerlege
diigen golgeler, tekerlegin metal parcalarindan yansiyan giineg, arabanin ¢amurlugu
veya tekerlegin 6niinii kapatan nesneler vb. gibi sebeplerden oldukga karmagik
olabilir.

Bu sorunun bir ¢6ziimii, yalmizca gosterimden giktiya eglemenin degil, gosterim-

3
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Kartezyen Koordinatlar Kutupsal Koordinatlar
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Sekil 1.1: Farkl tiirde gosterimlerin bir 6rnegi: Bir dagilim grafiginde gosterilen veriyi
bir ¢izgi ¢izerek iki kategoriye ayirmaya ¢aligtigimizi diigiinelim. Soldaki ¢izitte bir veriyi
Kartezyen koordinat sistemi kullanarak gosteriyoruz. Boyle bir problemi ¢6zmemiz imkan-
sizdir. Sagdaki ¢izitte veriyi kutupsal koordinatlarla gosteriyoruz. Bu durumda problem
basit dikey bir dogruyla kolayca ¢oziilebilir hale geliyor.(Cizge David Warde-Farley ile
birlikte tiretilmistir.)

den kendisinin de elde edilmesi i¢in makine 6grenimini kullanmaktir. Bu yaklagim,
gbsterim 6grenme olarak bilinmektedir. Ogrenilen gosterimler genellikle elle
tasarlanmig gosterimlerle elde edilebileceginden daha iyi performans gosterirler.
Aym zamanda, YZ sistemlerinin en az insan miidahalesi ile yeni gorevlere hizla
adapte olmasini saglarlar. Bir gosterim 6grenme algoritmasi, basit bir gorev igin
iyi bir dizi 6zelligi basit bir problem i¢in birka¢ dakika i¢inde veya daha karmasgik
bir problem i¢in birkag ayda kegfedebilir. Karmagik bir problem igin 6zellikleri elle
tasarlamak, ¢ok fazla zaman ve g¢aba gerektirir; boyle bir problem bir aragtirma
grubunun onlarca yilini alabilir.

Otokodlayicilar gosterim 6grenmenin 6ziinii anlatan bir 6érnek olustururlar.
Otokodlayicilar, girilen veriyi farkli bir gésterime doniistiiren bir kodlayici fonksi-
yonuyla, bu doniistiiriilmiis gosterimi tekrar orijinal haline geri ¢eviren ¢oziiciiden
olusurlar. Otokodlayicilar verilen girdiyle ilgili olabilecek en fazla bilgiyi korumak
i¢in egitilirler, ancak bunun yaninda olusturduklar yeni gosterimin belli 6zellikleri
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saglamasini da dikkate alirlar. Farkli otokodlayicilar farkli 6zellikleri elde etmeye
caligir.

Oznitelik algoritmalar1 tasarlarken, amacimiz genellikle gozlemlenen verileri
acgiklayan varyasyon etkenlerini gruplamaktir. Bu baglamda, “etkenler” ke-
limesini basitce ayr: etkilesim kaynaklarini belirtmek i¢in kullaniyoruz; buradaki
faktorler genellikle carpilarak birlestirilmezler. Bu tiir etkenler nadiren dogrudan
gozlemlenebilen niceliklerden olusur.

Bu etkenler, fiziksel diinyada gozlemlenebilen degerleri etkileyen gozlemlen-
memis nesne ya da etkilere kargi gelebilir, ya da insan zihnindeki gozlemlerin
basit aciklamasi veya nedeni hakkinda c¢ikarsama yapilmasini saglayan yapilar
olabilirler. Bu etkenler, verilerdeki degisikligi anlamamiza yardim eden kavram
ve soyutlamalara da kargi gelebilir. Varyasyon etkenleri bir konusma kaydinda
konugmacilarin yagini, cinsiyetini, vurgularini ve kullandiklar: kelimeleri igerirler.
Ornegin, bir otomobil goriintiisiinde, aracin rengini, parlakligimi ve 1181 acisimi
icermektedir.

Yapay zekd uygulamalarinin gercek hayattaki zorluklarimin biiyiik bir kismi
varyasyon etkenlerinin ¢ogunun gozlemleyebildigimiz her veri noktasini etkilemesidir.
Kirmizi bir araba resminin piksel degerleri geceleri siyah renge yakin olabilir.
Arabanin silueti bakilan acgiya baghdir. Cogu uygulama bu etkenleri birbirinden
ayirmamizi ve igimize yaramayanlar: elden ¢ikarmamizi gerektirir.

Elbette bu kadar yiiksek seviyeli ve soyut oznitelikleri ham veriden elde etmek
zordur. Bu varyasyon etkenlerinden ¢ogu, bir konugmacinin aksani gibi yalnizca
insan seviyesinde bir anlama yetenegi ile tespit edilebilir. Gosterimleri elde etmenin
neredeyse orijinal problemi ¢oézmek kadar zor oldugu goz onilinde bulundurul-
dugunda, 6grenme yontemi pek de yardimci olmuyor gibi géziikebilir.

Iste derin 6grenme gosterim 6grenmedeki ana problemi gosterimleri daha
temel gosterimlerle ifade ederek ¢ozer. Derin 6grenme bilgisayarlarin basit kavram-
lardan daha karmagik kavramlar kurmasina olanak saglar.

Sekil 1.2’de bir derin 6grenme sisteminin kenarlardan, kdse ve kontur gibi
basit kavramlari, bu kavramlar: da birlegtirerek daha karmasik bir insan resminin
gosterimini olusturmas: gosterilmektedir.

fleri beslemeli derin aglar ya da gok katmanh perseptron (multilayer per-
ceptron, MLP) derin 6grenmenin 6ziinii anlatan bir modeldir. Cok katmanh
perseptron, girdileri ¢giktilara egleyen matematiksel bir fonksiyondan ibarettir. Bu
fonksiyon birden c¢ok basit fonksiyonun birlesmesiyle olusturulur. Farkli fonksiyon-
larin her uygulanigi girdinin yeni bir gésterimi olarak diigiiniilebilir.

Veriler igin en iyi gosterimi 6grenme fikri, bize derin 6grenmeyle ilgili bir bakig
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Cikt1
(nesne kimligi)

3'lincii gizli katman
(nesne kisimlart)

2'nci gizli katman
(koseler ve
konturlar)

1'inci gizli katman
(kenarlar)

Goriiniir katman
(girdi pikselleri)

Sekil 1.2: Bir derin 6grenme modelinin gosterimi: Bir gortintiiniin piksel degerleri gibi
ham sensor verisinin anlagilmasi bilgisayarlar i¢in zordur. Piksel degerlerini nesnenin
kimligine egleyen fonksiyon olduk¢a karmagiktir. Bu eslemeyi dogrudan 6grenmek ya da
degerlendirmek imkansiz goziikmektedir. Derin 6grenme bu karmagik eslemeyi her biri
farkli katman olarak tanimlanmig i¢ ice ge¢mis ve daha basit eslemeye ayirarak ¢ozer.
Girdi modele g6riiniir katman adi verilir. Bu katmanin goriilebilir katman olarak isim-
lendirilmesinin sebebi i¢inde gozlemleyebildigimiz degiskenler tutmasidir. Daha sonra
bir dizi gizli katman goriintiiden giderek daha da soyutlagan 6znitelikler gikarirlar. Bu
katmanlarim "gizli" olarak isimlendirilmesinin sebebiyse bu katmanlarin degerlerinin veri
tarafindan verilmemesidir. Bunun yerine model, hangi kavramlarin verinin i¢indeki iligkileri
aciklamada daha kullanigh olduguna karar vermelidir. Buradaki goriintiiler her bir gizli
birim tarafindan gosterilen 6znitelik tiirtiniin gorsellegtirilmesidir. Pikseller verildiginde,
birinci katman komsu piksellerin parlakliklarimi kargilagtirarak kenarlari kolayca tanim-
layabilir. Tlk gizli katmanim tanimlamasi verildiginde ise ikinci gizli katman, kogeleri ve
konturlari, yani kenarlarin olusturdugu kiimeleri kolayca arayabilir. Tkinci gizli katmanin
giktisi verildiginde, ti¢lincii katman buradaki kése ve kontur kiimelerini kullanarak nes-
nelerin daha biiyiik pargalarimi tanimlayabilir. Son olarak resmin igindeki nesne pargalarim
igeren bu tanim, goriintii icindeki nesneleri tanimak i¢in kullanilabilir. Buradaki goriintiiler
Zeiler ve Fergus (2014)’un izniyle gogaltilmigtir.

agist sunar. Derin 6grenme iizerine bir diger bakig agisi ise derinligin bilgisayarin
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¢ok basamakli bir bilgisayar programi 6grenmesini saglamasidir. Gosterimin her
katmani, bir dizi talimati paralel olarak yerine getiren bir bilgisayarin bellek durumu
olarak diigiintilebilir. Daha derin aglar, art arda daha fazla talimat yiiriitebilir. Art
arda gelen talimatlar modele biiyiik bir gii¢ sunar. Cilinkii daha sonraki talimatlar
kendinden onceki talimatlarin sonuglarina geri dénebilir veya onlar1 kullanabilirler.

Derin 6grenme bakis agisina gore bir katmanin aktiflesmelerindeki bilginin
tamami, girdiyi agiklayan varyasyon faktorlerini kodlamaz. Buradaki gosterimler
ayn1 zamanda girdiden anlam ¢ikarmaya olanak saglayan bir programin ytriitiilme-
sine yardimci olan durum bilgisini de depolar. Durum bilgisi, geleneksel bir bilgisa-
yar programindaki bir sayac veya isaretciye benzeyebilir. Bu bilginin girdi icerigiyle
ozel olarak bir ilgisi yoktur, ancak modelin iglemlerini organize etmesine yardimeci
olur.

Bir modelin derinligini 6l¢menin iki temel yontemi vardir. Ilki model mimarisinin
degerlendirilmesi i¢in gereken sirali iglemlerin sayisina dayalidir. Bu yontemi bir
modelin ¢iktilarini nasil hesaplayacagini gosteren bir akig gizelgesindeki en uzun

@
e

Sekil 1.3: Her diigiim noktasinin bir iglemi gosterdigi, bir girdiyi bir ¢iktiya esleyen
bir ¢izgelerin gosterimi. Derinlik girdiden ¢iktiya olan en uzun yolun mesafesi olarak
tanimlanir. Ancak burada neyin bir iglem basamagi olarak kabul edildigi 6nemlidir. Bu
goriintiide gosterilen hesaplama o(w? x) olarak verilen bir lojistik baglanim modelinin
giktisidir. o burada lojistik sigmoid fonksiyonudur. Eger toplama, ¢arpma ve lojistik
sigmoidi programlama dilimizin temel elemanlar: olarak kullanirsak, bu modelin derinligi
ii¢ birimdir. Eger lojistik baglanimi tek bir eleman olarak kabul edersek modelin derinligi
bu durumda bir birimdir.

Eleman
kiimesi

Eleman
kiimesi

Lojistik Lojistik

baglanim

baglanim

QISIS
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yolun boyunu bulmak olarak da diistinebiliriz. Nasil ki farkli dillerde yazilan iki
es deger program farkli uzunluklara sahip oluyorsa, bu akig ¢izelgesinde de ayni
fonksiyonu, iglem adimlarina bagh olarak farkli derinliklerde ¢izebiliriz. Sekil 1.3
farkli diller kullanmanin ayni mimari {izerinde nasil farkli Slgtimlere yol agabilecegini
gostermektedir.

Derin olasiliksal modeller tarafindan kullanilan bagka bir yaklagim, model de-
rinligini hesaplama ¢izgesinin derinligi yerine kavramlarin birbirine olan iligkileri
gbsteren bir ¢izgenin derinligi olarak kabul eder. Bu durumda, her kavrami he-
saplamak icin gerekli olan iglemleri iceren akig ¢izelgesi, kavramlar iligkilendiren
cizelgeden ¢ok daha derin olabilir. Bunun nedeni sistemin daha temel kavram-
lar hakkindaki anlayisinin, daha karmagik kavramlarla ilgili bilgileri kullanarak
artirilabilmesidir. Ornegin, bir goziiniin golge altinda oldugu bir yiiz goriintiisiinii
inceleyen bir YZ sistemi baglangicta yalnizca tek bir géz gorebilir. Yiiziin varligini
belirledikten sonra, sistem bu bilgiyi kullanarak, ikinci goziin de biiyiik olasilikla
orada oldugunu ¢ikarabilir. Bu durumda kavramlar ¢izgesi, gozler ve yiiz i¢in olmak
tizere yalnizca iki katmandan olusur. Ancak hesaplama ¢izgesini, her kavram igin
n adet olarak yeniden hesaplarsak, 2n adet katman icerecektir.

Bu iki yaklagsimdan hangisinin daha uygun oldugu her zaman acik degildir.
Bir bilgisayar programinin uzunlugunu belirleyen tek bir yanmit olmadig: gibi bir
mimarinin de derinligi i¢in dogru bir cevap yoktur. Zira, farkh kisiler ¢izgeleri
olugtururken farkli temel elemanlar segebilirler.

Farkl kigilerin c¢izelgelerini olustururken farkli temel elemanlar se¢gmesinden
dolay1 nasil ki bir bilgisayar programinin uzunlugu igin tek bir dogru cevap yoksa,
verilen bir mimarinin derinligi i¢in de dogru bir cevap yoktur. Bir modelin “derin”
olarak kabul edilmesi i¢in ne kadar derin olmasi gerektigine dair de bir fikir
birligi bulunmamaktadir. Yine de, derin 6grenme, geleneksel makine 6grenimi
algoritmalarindan daha fazla fonksiyon ya da kavram iceren modellerin incelenmesi
olarak kabul edilebilir.

Ozetle, bu kitabin konusu olan derin 6grenme, yapay zekd yaklagimlarimdan
biridir. Ozellikle bilgisayarlarin veri ve deneyimlerden yararlanarak kendilerini
geligtirdikleri bir makine 6grenmesi tirtidiir. Biz bu tiir makine 6grenmesinin, gergek
diinya problemlerini ¢ézebilecek bir yapay zeké inga etmenin tek gergeklestirilebilen
yegane yolu oldugunu savunuyoruz. Derin 6grenme, diinyay1 i¢ ice ge¢mis kavramlar
hiyerarsisi olarak gostererek biiyiik giice ve esneklige sahip bir makine 6grenmesi
yaklagimidir. Bu yaklagimda, her kavram kendisinden daha basit olan kavramlara
olan iligkleriyle tanimlanir ve daha soyut gosterimler kendilerinden daha somut
gosterimler kullanilarak hesaplanir. Sekil 1.4 farkli YZ disiplinleri arasindaki iligkiyi
gostermektedir. Sekil 1.5 ise bu disiplinlerin nasil ¢aligtigina dair genel bir goriintii
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Derin Ogrenme

Ornek:
lislenmis bilgi
tabani

Ornek:
Lojistik baglanim

Ornek:
S1g otokodlayict

Ornek:
Cok katmanl
perseptron

Gosterim Ogrenme

Makine Ogrenmesi

Yapay Zeka

Sekil 1.4: Derin 6grenmenin gosterim 6grenmenin bir tiirii oldugunu goésteren Venn gemasi.
Sema aym zamanda derin 6grenmenin yapay zekdnin birgok yaklagiminda kullanilan
makine 6grenmesinin bir tiirli oldugunu gostermektedir. Venn semasinin her boliimii YZ
teknolojilerinden bir 6rnegi icermektedir.

vermektedir.

1.1 Bu Kitab1 Kimler Okumali?

Bu kitap farkh tiirdeki okuyucular i¢in kullanigh olabilir. Ancak biz bu kitabi
temelde iki hedef kitle i¢in yazdik. Bu hedef kitlelerden ilki, makine 6grenmesi
caligsan ya da derin 6grenme ve yapay zeké arastirmasinda bir kariyere baglayacak
tiniversite 6grencileridir(lisans veya yiiksek lisans). Diger hedef kitlesiyse, makine
O0grenmesi ya da istatistik arka planina sahip olmayan ancak derin 6grenmeyi
kendi platformlarinda kullanmak isteyen yazilim miihendisleridir. Derin 6grenme

9
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Cikt1
Ozniteliklerden
kt kt .
Ciku Ciku eslestirme
. . Daha soyut
Ozniteliklerden Ozniteliklerden Oznitelikler
Cikt1 . . ..
eslestirme eslestirme i¢in fazladan
katmanlar
Elle Elle .
tasarlanmig tasarlanmis Oznitelikler . Baslltkl
program Oznitelikler Grmitisl T
Girdi Girdi Girdi Girdi
. Derin
Kural temelli Klag]k dgrenme
. 1 makine
sistemler grenmesi

Gosterim dgrenme

Sekil 1.5: Farkli YZ disiplinlerindeki YZ sistemlerinin birbirleriyle olan iligkilerini gésteren
bir akig semasi. Golgelendirilmig kutular, veriden 6grenebilen pargalar: gostermektedir.

halihazirda, bilgisayarli gorii, konusma ve ses isleme, dogal dil igleme, robotik,
biyoenformatik, kimya, bilgisayar oyunlari, arama motorlari, ¢evrimici reklam ve
finans gibi bir¢ok yazilim disiplininde kendini ispatlamigtir.

Kitap farkh tiirde okuyuculara hitap etmek tizere 3 boliime ayrilmigtir. Kisim I,
makine 6grenmesiyle ilgili kavramlar ve temel matematiksel araglar: kapsamaktadir.

10
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Kisim II, iyi bilinen ve anlagilmig yani, temelinde ¢oziilmiis derin 6grenme algorit-
malarini igermektedir. Son boliim olan Kisum III ise derin 6grenme aragtirmasinda
onemli yer tuttuklar: diisiiniilen daha kuramsal ve yeni fikirlerin toplandigi bir
boliimdyiir.

Okuyucular, kendi ilgi veya akademik gegmigleriyle alakali olmadigini diigtindiik-
leri kisimlar1 atlamada bir sakinca gormemelidirler. Ornegin, lineer cebir, olasilik ve
temel makine 6grenmesi kavramlarina halihazirda agina olan okuyucular, Kisim I'i
atlayabilirler. Yalnizca c¢aligan bir derin 6grenme sistemi kurmak isteyenlerin ise
Kisim II'ye kadar okumalar1 yeteri olacaktir.

Biitiin okuyucularin bilgisayar miihendisligi ya da bilgisayar bilimleriyle ilgili bir
arka plana sahip olduklarini varsayiyoruz. Ayni zamanda, programlama, hesaplama
performansiyla ilgili problemler, karmagiklik kurami, girig seviysesinde matematik
ve ¢izge kuramina ait birkag terime hakim olduklarini géz 6niinde bulunduruyoruz.

1.2 Derin Ogrenmede Tarihsel Egilimler

Derin 6grenmeyi anlamanin en iyi yollarindan biri tarihsel siireci gbz 6niine almaktir.
Burada detayl bir derin 6grenme tarihi vermektense, derin 6grenmedeki 6nemli
egilimleri tanimliyoruz:

e Derin 6grenme uzun ve zengin bir tarihe sahiptir, ancak isim olarak tarih
boyunca farkl felsefi bakis acilarina gore degismis, popiilerligi artip azalmigtir.

e Derin 6grenme kullanilabilir egitim verisinin artmasiyla daha kullanigh bir
hale gelmigtir.

e Derin 6grenme, model boyutlar: arttikca ve derin 6grenme donanimlar: ve
yazilimlar1 geligtikge yaygimlagmigtir.

e Derin 6grenme, gecen zamanla birlikte daha karmasgik problemleri daha
isabetli olarak ¢ozebilmeye baglamigtir.

1.2.1 Sinir Aglarinin Sayisiz Ismi ve Degisen Kaderleri

Bircok okur derin 6grenmenin yeni ortaya c¢ikan ilging bir teknoloji oldugunu
diigiiniip, bu yiizden bir kitabin i¢inde bir derin 6grenme “tarihi” béliimii olmasina
sagircaklardir. Gergekte derin 6grenme 1940’11 yillardan beri var olan bir alandir.
Derin 6grenmenin yeni olarak algilanmasinin sebebi hem birkag¢ yil 6éncesine kadar
popiiler olmayan bir metot olmasi hem de “derin 6grenme” ismini almadan 6nce

11
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farkl isimlerle anilmis olmasidir. Bu alan, farkli aragtirmacilarin ve bakig acilarinin
etkisinde tarih boyunca yeniden isimlendirilmigtir.

Derin 6grenmenin kapsamli tarihi bu kitabin amacinin 6tesindedir, ancak temel
seviyede bir agiklama derin 6grenmeyi anlamamiz i¢in énemlidir. Genel olarak
degerlendirildiginde, derin 6grenmenin 3 dalgadan olugan bir gelisme dénemi vardir.
Bunlar, sibernetik adiyla bilinen ve 1940’lh yillardan 1960’hh yillar1 kapsayan,
baglanticilik olarak bilinen ve 1980°li yillardan 1990’11 yillar1 kapsayan, ve son
olarak da 2006’da ortaya g¢ikan ve derin 6grenme dedigimiz dénemlerdir. Bu
dénemler Sekil 1.7°de gosterilmigtir.

Bugiin kabul ettigimiz bircok erken 6grenme algoritmasi, aslinda temel biyo-
lojik 6grenme modelleri olarak gelistirilmigtir. Bu modellern amaci 6grenmenin
nasil gerceklestigi ya da beyinde gerceklesip gerceklesmedigini agiklamaktir. Bu
nedenle derin 6grenmenin isimlerinden biri de yapay sinir aglar: (YSA’lar)dur.
Derin 6grenme modellerinde buna karsilik gelen bakig acisi, bu modellerin biyo-
lojik beyinlerden (insan ya da hayvan beyni) esinlenilerek geligtirilmisg sistemler
oldugudur. Sinir aglar1 baz1 durumlarda beyin fonksiyonlarini anlamak i¢in kul-
lanilsa da (Hinton ve Shallice, 1991), genelde biyolojik fonksiyonlari gergekgi olarak
modellemek i¢in tasarlanmamisgtir. Derin 6grenmedeki sinirsel bakis acisi iki ana
fikre dayanir. Fikirlerden biri, beynin zeki davranmiglara dair bir érnek gosterdigi
ve zekd yaratmanin kavramsal olarak en basit yolunun beyni analiz ederek onun
islevselligini birebir kopyalamak oldugudur. Diger fikir ise makine 6grenmesi mo-
dellerinin miihendislik uygulamalarinin yani sira, beynin ve zekdnin altinda yatan
prensiplerin anlagilmasi i¢in gereken temel bilim problemlerini aydinlatabilecegi
diistincesidir.

Giintimiizdeki “derin 6grenme” sinirbilimin yeni nesil makine 6grenme modelle-
rine olan bakig agisinin 6tesindedir ve 6grenmeyle ilgili daha genel bir prensibin
coklu bilesim seviyeleri pegsindedir. Bu prensip, sinirlerden esinlenilmemis makine
ogrenme yontemlerine de uygulanabilir.

Derin 6grenmenin atalari, sinirbilimsel bakis acisindan yola cikilarak geligtirilmis
basit dogrusal modellerdir. Bu modeller 1, ..., x, olarak n adet girdi alip bunlar1
y ciktisiyla iligkilendirirler. Bunun i¢in w1, ..., w, olarak verilen agirliklar1 6grenip
giktiyr f(x, w) = x1w1 + - - - + zpwy, formiiliini kullanarak hesaplarlar. Sekil 1.7'de
gosterilen bu ilk dalga sinir aglar1 sibernetik olarak bilinirler.

McCulloch-Pitts sinir hiicresi (McCulloch ve Pitts, 1943) beyin fonksiyonunun
ilkel bir modelidir. Bu dogrusal model f(a,w)nin pozitif ya da negatif olduguna
bakarak iki farkli sinifi birbirinden ayirabilir. Elbette modelin dogru sekilde sinif-
landirma yapmasi ic¢in agirliklarinin ayarlanmig olmasi gerekmektedir. Bu agirliklar
bir insan tarafindan ayarlanabilir. 1950 yilinda, perseptron (Rosenblatt, 1958, 1962)

12
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Sekil 1.6: Kitabimn 6zetlenmis bir gosterimi. Tki boliim arasmdaki ok, ilk boliimiin ikincisi
i¢in 6n kosul oldugunu belirtmektedir.
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Sekil 1.7: Yapay zekd aragtirmalarindaki ii¢ dalgadan ikisinin Google Books’taki “siber-
netik” ve “baglanticihk” terimlerinin frekanslari fizerinden gosterimi. (Ugiincii dalga burada
gecmek i¢in ¢ok yenidir). Ilk dalga olan sibernetik 1940 ve 1960 yillar1 arasinda, biyolojik
ogrenme teorilerinin(McCulloch ve Pitts, 1943; Hebb, 1949) gelismesiyle ve tek noronlarin
egitilmesini miimkiin kilan perseptron gibi (Rosenblatt, 1958) modellerin ilk defa geligti-
rilmesiyle birlikte bagladi. Tek ya da iki katmanl sinir aglarimin geri yayihmla (Rumelhart
vd., 1986a) egitildigi ikinci dalga 1980 ve 1995 yillar1 arasindaki baglanticiik akimiyla
birlikte basgladi. Simdi i¢inde bulundugumuz iigiincii dalga olan derin 6grenme ise 2006
yilinda (Hinton vd., 2006; Bengio vd., 2007; Ranzato vd., 2007a) bagladi ve 2016’da daha
yeni olarak kitaplarda yer almaya bagladi. Ik iki dalganm kitap héalinde yer almasi da
dalgalar1 baglatan bilimsel gelismelerden ¢ok sonra gergeklegmistir.

her siniftan verilen 6rnekleri kullanarak agirliklarini 6grenebilen ilk model oldu.
Yaklagik ayni tarihlerde ortaya ¢ikan adaptif dogrusal eleman (ADALINE) ise
basit¢e f(x)nin degerini kullanarak bir reel sayiy1 tahmin ediyordu. ADALINE
tahminlerini yaparken veri kullanmay1 6grenebiliyordu (Widrow ve Hoff, 1960).

Bu basit 6grenme algoritmalari, modern makine 6grenmesinin gelisimini ¢ok
etkilemigtir. ADALINEin agirhiklarini 6grenmek igin kullanilan algoritma sto-
kastik gradyan inisi olarak bilinen bir algoritmanin 6zellegtirilmis bir halidir.
Stokastik gradyan iniginin farkli versiyonlari, bugiin derin 6grenme modelleri iginde
hala en yaygin algoritma olarak kullanilmaktadir.

Perceptron ve ADALINE tarafindan kullanilan f(x, w) iizerine temellendirilmis
modellere dogrusal modeller ad: verilir. Bu modeller hala en yaygin olarak
kullanilan makine 6grenmesi modellerini olustururlar. Ancak bir¢ok durumda,
orijinal modellere gore farkl gekilde egitilirler.

Dogrusal modellerin bircok kisitlamasi bulunmaktadir. Bunlardan en ¢ok bili-

neni, f([0,1],w) =1, f([1,0],w) =1, f([1,1],w) = 0 ve f([0,0],w) = 0 sekilde
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tanimlanan OZEL VEYA fonksiyonudur. Bu kisitlamay1 gozlemleyen elestirmenler,
genel olarak biyolojik temelli 6grenmeye karsi kotii bir alg1 olugturmustur. Bu sinir
aglarinin popiilerligindeki ilk biiyiik ¢okiis olmustur.

Giintimiizde sinirbilim, derin 6grenme aragtirmacilar: i¢in hala énemli bir ilham
kaynagidir. Ancak derin 6grenme igin artik eskisi kadar baskin bir rehberlik tegkil
etmemektedir.

Giintimiizde sinirbilimin derin 6grenme iizerindeki roliiniin azalmasinin baslica
sebebi beyinde neler olduguyla ilgili yeterince bilgiye sahip olmamamizdir. Beyin-
deki algoritmalar1 gergekten anlayabilmemiz i¢in beyindeki (en azindan) binlerce
sinir hiicresinin aktivitesini takip edebiliyor olmamiz gerekmektedir. Bunu ya-
pamadigimiz i¢in beynin en basit ve en c¢ok arastirilmig bolgelerinin bile nasil
galigtigim anlamaktan olduk¢a uzaktayiz (Olshausen ve Field, 2005).

Sinirbilim, tek bir derin 6grenme algoritmasinin bircok farkli problemi ¢6ze-
bilecegine inanmamiz igin bir neden saglamigtir. Sinirbilimciler, dag gelinciklerinin
beyinlerinin gorsel sinyallerini duyma bolgesine yonlendirdiklerinde, beyinlerinin
duyma bolgesiyle “gorebildiklerini” bulmusglardir (Von Melchner vd., 2000). Bu
bulgu, memeli beyinlerinin biiyiik bir boliimiiniin birgok problemi ¢oézmek igin
tek bir algoritma kullandig1 yoniinde bir kani olugturmustur. Bu hipotezden 6nce
makine 6grenmesindeki aragtirma dogal dil igleme, gorii, hareket planlama ve ko-
nugma tanima gibi aragtirma topluluklar: arasinda oldukca béliinmiis bir haldeydi.
Giinlimiizde bu aragtirma topluluklar: hala ayridir ancak derin 6grenme galigan
aragtirma gruplar: bu alanlardan bircogu hatta hepsi iizerine ayni1 anda aragtirma
yiiriitebilmektedirler.

Sinirbilimden esinlenerek kendimize kabaca bir yol ¢izebilmekteyiz. Birgok
hesaplama iinitesinin yalnizca birbirleriyle iletigim kurarak zeka olugturmasi fikrine
beyinden yola ¢ikilarak erigilmistir. Neocognitron (Fukushima, 1980), goriintii
islemede memeli beynindeki gorsel sistemden esinlenilmis c¢ok giiclii bir model
mimarisi ortaya koymustur. Bu sistem daha sonra Boliim 9.10’da da gérecegimiz
gibi ¢agdag evrigimsel aglar (LeCun vd., 1998b) i¢in bir temel olugturmustur.
Gintimiizdeki ¢ogu sinir ag1 diizeltilmis dogrusal birim (rectified linear unit)
ad1 verilen bir sinir hiicresi modeline dayanir. {1k cognitron(Fukushima, 1975) modeli
beyin fonksiyonu hakkindaki bilgimizden esinlenen daha karmagik bir sinir hiicresi
kullanmaktaydi. Bu basitlestirililmis model bircok farkli noktadan yola ¢ikilarak
geligtirildi. Nair ve Hinton (2010) sinirbilimsel bir etkilenmeden, Jarrett vd. (2009)
ise daha miihendislik odakli bir etkilenmeden bahseder. Sinirbilim her ne kadar
onemli bir esin kaynag: olsa da, kaliplagmig bir rehber olarak kullanilmamalidir.
Gergek sinir hiicrelerinin ashnda dogrusal dogrultulmusg tnitelerden ¢ok farklh
fonksiyonlar hesapladigini biliyoruz. Ancak daha gercekci sinir modelleri kullanmak

15



“main” — 2018/10/22 — 22:43 — page 16 — #58

BOLUM 1

makine 6grenme performansinda heniiz bir ilerlemeye yol agmamistir. Ayrica,
sinirbilim birgok sinir agi mimarisine esin kaynagi olsa da, bu modelleri daha iyi
egitebilecek yontemler gelistirmek icin hentiz biyolojik 6grenmeyle ilgili yeterince
bilgiye sahip degiliz.

Medya genelde derin 6grenme ve beynin benzerligine vurgu yapar. Derin 6g-
renme aragtirmacilarinin Bayes istatistigi gibi diger makine 6grenme alanlarinda
caliganlara gore beyne daha fazla atif yaptigi dogrudur. Ancak bu derin 6grenmenin
beyni simiile etme ¢abasi olarak goriilmemelidir. Cagdas derin 6grenme 6zellikle
lineer cebir, olasilik, bilgi kurami gibi bir¢ok alandan esinlenmektedir. Baz aragtir-
macilar sinirbilimi ¢aligmalar: i¢in 6nemli bir esin kayag: olarak gosterirken, bazi
aragtirmacilar herhangi bir gekilde sinirbilimle ilgilenmezler.

Bilinmelidir ki beynin algoritmasal seviyede nasil calistigina dair ugraslar
hala devam etmektedir. “Hesaplamali Sinirbilim” olarak bilinen bu ¢aba, derin
ogrenmeden farkli bir bilim alanidir. Arastirmacilarin bu iki alan arasinda gidip
gelmeleri oldukea sik rastlanan bir durumdur. Derin 6grenme, zeka gerektiren prob-
lemleri ¢6zmek icin bilgisayar sistemlerinin nasil olugturulabilecegiyle ilgilenirken,
hesaplamali sinirbilim beynin nasil calistigina dair gercege daha yakin modeller
gelistirmeyle ugrasir.

1980’1i yillarda baglanticilik ya da paralel dagitik igleme (Rumelhart vd.,
1986¢; McClelland vd., 1995) adi altinda sinir agi aragtirmasimin ikinci dalgasi
ortaya ¢ikmigtir. Baglanticilik biligsel bilimin baglami iginde ortaya ¢ikmig, zihni
anlamak amaciyla birgok farkli agiklamay birlestiren disiplinler arasi bir alandir.
1980’li yillarin baglarinda ¢ogu biligsel bilimci sembolik akil yiiriitme modellerini
incelemekteydi. Popiiler olmalarina ragmen, sembolik modellerin beyin tarafindan
sinir hiicereleri kullanilarak nasil ortaya ciktigini aciklamak zordu. Baglanticilar,
psikolog Donald Hebb’in 1940’larda ortaya attig: fikirleri (Hebb, 1949) kullanarak,
sinirsel yapilara (Touretzky ve Minton, 1985) dayanan biligsel modelleri incelemeye
bagladilar.

Birgok basit hesaplama tinitesinin bir ag olusturdugunda zeki davranig goster-
mesi baglanticiligin ana fikridir. Bu anlayig hesaplama modellerinde uygulanabildigi
kadar biyolojik sinir sistemlerine de uygulanabilir.

1980’1i yillarda baglanticilikla birlikte ortaya ¢ikan birgok kavram giintimiizdeki
derin 6grenme yontemlerinin merkezinde yatmaktadir.

Bu kavramlardan biri dagitik gosterimlerdir (Hinton vd., 1986). Dagitik gos-
terim, her girdinin bircok 6znitelik tarafindan sunumunu ve ayni zamanda her
Ozniteligin oldukca fazla girdinin goésteriminde kullanilmas: olarak 6zetlenebilir.
Ornegin arabalar1, kamyonlar1 ve kuslar1 ayirt edebilen bir gorii sistemimiz oldu-
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gunu varsayalim. Bu nesneler ayni zamanda, kirmizi, yesil ya da mavi olabilir.
Nesneleri gostermenin bir yolu, kirmizi araba, kirmizi kamyon, kirmiz1 kug gibi
olasit dokuz kombinasyonun her biri i¢in ayr1 atesglenen sinir hiicreleri kullanmaktir.
Bu yaklagim, dokuz farkli sinir hiicresi gerektirir ve ayrica her bir sinir hiicresi
renkleri ve nesneleri ayr1 ayr1 6grenmek durumundadir. Bu durumu iyilegtirmenin
bir yolu dagitik gosterim kullanimidir. Her bir renk ve nesne tipi igin ticer sinir
hiicresi gerekir ve bu durumda toplamda kullanilan hiicre sayis: altiya diigser. Kir-
mizilig1 gosteren sinir hiicresi bu durumda kirmiziliga dair bilgiyi yalnizca ona 6zgii
kategoriden ziyade araba, kamyon ve kug goriintiilerinin hepsinden 6grenebilir hale
gelir. Dagitik gosterim kavrami bu kitabin merkezindedir ve Boliim 15’te daha
detayl olarak iglenecektir.

Baglanticilik akiminin énemli bagarimlarindan bir digeri de igsel gosterimlere
sahip olan derin sinir aglarinin geri yayihim kullanilarak egitilmesi ve geri yayilim
algoritmasinin popiilerlegtirilmesidir (Rumelhart vd., 1986a; LeCun, 1987). Bu
algoritmanin popiilerligi tarih boyunca artip azalmigtir. Ancak bu kitabin yazildig:
doénemde derin modelleri egitmede kullanilan baglica yontemdir. 1990’11 yillarda
aragtirmacilar dizilim modellemede 6nemli ilerlemeler kaydettiler. Hochreiter (1991)
ve Bengio vd. (1994), Boliim 10.7’de bahsi gegen dizilim modellemedeki bazi
temel matematiksel zorluklar: kesfettiler. Hochreiter ve Schmidhuber (1997), bu
sorunlarin bazilarimi ¢ézmek amaciyla uzun 6miirlii kisa-dénem bellegi (Long short-
term memory | LSTM) gelistirdiler. Giiniimiizde LSTM, Google’m dogal dil igleme
problemi gibi bir¢ok dizilim modelleme probleminde yaygin olarak kullanilmaktadir.

Sinir ag1 aragtirmalarinin ikinci dalgas: 1990’larin ortalarina kadar stirmiigtiir.
Sinir aglar1 ve diger yapay zekad teknolojilerine dayanan birgok girigim, yatirim
arama siirecinde gerceklikten giderek uzaklagan iddialarda bulunmaya bagladilar.
YZ aragtirmalari, makul olmayan beklentileri kargilayamadiklar: zaman yatirimeilar
biiytik hayal kirikhigina ugradi. Aynm1 donemde makine 6grenmesinin diger alanlar
gelismeye devam ediyordu. Kernel makineleri (Boser vd., 1992; Cortes ve Vapnik,
1995; Scholkopf vd., 1999) ve ¢izgesel modeller (Jordan, 1998) bir¢ok 6nemli
problemde iyi sonuclar elde ettiler. Bu iki sebepten dolayi sinir aglarinin popileritesi
2007 yilina kadar siirecek olan bir diigiise girdi.

Bu donem boyunca sinir aglari baz problemlerde etkileyici sonuclar elde etmeye
devam etti (LeCun vd., 1998b; Bengio vd., 2001). Kanada fleri Aragtirmalar En-
stitiisii (CIFAR), Sinirsel Hesaplama ve Adaptif Algi(NCAP) programiyla sinir ag
aragtirmalarini canli tutmada yardimci oldu. Bu program, bir¢ok makine 6grenmesi
aragtirma grubunu Toronto Universitesinde Geoffrey Hinton, Montreal Univer-
sitesinde Yoshua Bengio ve New York Universitesi'nde Yann LeCun 6nderliginde
birlegtirdi. CIFAR NCAP girigimi sinirbilim uzmanlari, insan ve bilgisayar goriisii
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iizerine ¢alisgan uzmanlar: da icermekteydi.

O zamanlar, derin aglarin egitilmesi genellikle ¢ok zor olarak goriiliiyordu.
1980’1i yillardan beri var olan algoritmalarin iyi ¢aligtiklarini giiniimiizde biliyo-
ruz ancak bu 2006 yilinda o kadar da acgik degildi. Zira o donemdeki bilgisayar
donanimlar1 bu algoritmalar1 yeterli hizda yiiriitebilecek kadar giiglii degildi. Sinir
ag1 aragtirmalarinin {igiinci dalgas: 2006 yilinda ¢igir agan bir aragtirmayla bagladi.
Geoffrey Hinton derin inang aglari olarak bilinen bir tiir sinir aginin, katman-
larin denetimsiz hirsli 6nyetigtirme metodunu kullanarak egitilebilecegini gosterdi
(Hinton vd., 2006). Bu tiir aglardan Boliim 15.1’de daha detayli bahsedecegiz.
Diger CIFAR baglantili aragtirma gruplar: ayni metodu kullanarak bir¢ok farkl
derin agin egitilebilecegini gosterdiler (Bengio vd., 2007; Ranzato vd., 2007a). Ayni
zamanda test Orneklerindeki genellegtirme performansinin iyilegmesine sistematik
olarak yardim ettiler. Sinir aglarinin bu dalgasi, aragtirmacilarin artik eskisinden
daha derin sinir aglarim egitebilecegini vurgulamak ve derinligin kuramsal énemini
belirtmek amaciyla “derin 6grenme” terimini yaygimlagtirdi (Bengio ve LeCun,
2007; Delalleau ve Bengio, 2011; Pascanu vd., 2014a; Montufar vd., 2014). Derin
sinir aglar1 diger makine 6grenmesi teknolojilerine dayali YZ sistemlerini ve elle
tasarlanmis sistemleri gegmeye bagladilar. Derin 6grenme aragtirmasinin odagi bu
donem iginde oldukca degismesine ragmen, sinir aglarinn {iciincii dalgayla birlikte
gelen popiilerligi su ana kadar korunmaktadir. Ugiincii dalga, yeni gozetimsiz
ogrenme teknikleri ve kiiglik veri kiimelerini kullanarak iyi genelleme yapabilen
aglar {izerine odaklanarak bagladi. Ama giiniimiizde bu ilgi daha ¢ok gozetimli
ogrenme algoritmalar1 ve biiyiik etiketli veri kiimelerinden destek alan modeller
tizerine kaymigtir.

1.2.2 Artan Veri Kiimesi Boyutlari

Yapay sinir aglariyla ilgili ilk deneylerin 1950’lerde bagladig1 gbz 6niine alinirsa, de-
rin 6grenmenin neden ¢ok yakin zamanlara kadar 6nemli bir teknoloji olarak kabul
gormedigi merak edilebilir. Derin 6grenme, 1990’]ardan beri ticari uygulamalarda
bagariyla kullanilmigtir. Ancak yakin zamana kadar bir teknolojiden ziyade sadece
uzmanlarin kullanabildigi bir sanat olarak goriilmiistiir. Bir derin 6grenme algorit-
masindan yiiksek performans elde etmek i¢in uzmanlik gerektigi dogrudur. Neyse
ki, egitim verisi arttikca gereken yetenek miktar: azalmaktadir. Bugiin karmasik
problemlerde insan performansina erigen 6grenme algoritmalar:1 1980’lerde kolay
problemleri ¢ozmekte zorlanan algoritmalarla neredeyse aymidir. Tek farklilik, derin
mimarilerin egitilmesini kolaylagtirmak i¢in modellerde yapilan degisikliklerdir.
En biiyiik gelismeyse, algoritmalarin bagarili olmalari i¢in gereken kaynaklar: sun-
abilecek hale gelmemizdir. Sekil 1.8 bize, test veri kiimelerinin biiyiikleklerinin
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zamanla ne kadar ¢ok biiytudiigiini gostermektedir. Bu egilim, toplumun artan
dijitallegmesi sayesinde miimkiin olmusgtur. Aktivitelerimizin gittikge daha biiyiik
kismi bilgisayarlar iistiinde gergeklestikce gittikge daha biiyiik kismi kaydedilmeye
baglanmigtir. Bilgisayarlarimiz birbirlerine daha da ¢ok baglandikga, bu kayitlar
merkezi héle getirip onlar1 makine 6grenmesi uygulamalarinda kullanilacak birer
veri kiimesine ¢evirmek kolaylagmigtir.

“Biiyiik veri” ¢agi, makine 6grenmesini oldukca kolaylagtirmigtir. Bunun sebebi,
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Jekil 1.8: Zamanla artan veri kiimesi. 1900’lerin baglarinda, istatistikgiler elle derlenen yiiz-
lerce hatta binlerce 6lgtimii kullanarak hazirlanmig veri kiimeleri {izerinde aragtirmalarin
devam ettirdiler. (Garson, 1900; Gosset, 1908; Anderson, 1935; Fisher, 1936). 1950’ler-
den 1980’lere kadar biyolojiden esinlenen makine 6grenmesinin onciileri, genelde kiigiik
yapay veri kiimeleri ile ¢aligtilar. Buna 6rnek olarak diigiik hesaplama maliyeti ile belirli
fonksiyonlarin 6grenilebilecegini gosteren, karakterlerin diigiik ¢Oziiniirliiklii bit haritalar
gosterilebilir. (Widrow ve Hoff, 1960; Rumelhart vd., 1986b). 1980’lerde ve 1990’larda,
makine 6grenmesi daha istatistiksel bir hal aldi. Elle yazilmig sayilarin taramalarindan
olugan MNIST veri kiimesi (Sekil 1.9’da gosterildigi gibi) gibi on binlerce 6rnek igeren
daha biiytik veri kiimeleri sayesinde gii¢clenmeye bagladi (LeCun vd., 1998b). 2000’lerin
baglarinda, ayni1 boyuttaki daha karmagik CIFAR-10 gibi veri kiimeleri iiretilmeye baglanda.
2010’a yaklasildik¢a, milyonlarca ornek igeren daha biiyiik veri kiimeleri, derin 6grenmenin
siirlarini degistirmeye bagladilar. Bu veri kiimeleri kamusal Street View House Numbers
veri kiimesini (Netzer vd., 2011), ImageNet veri kiimesinin gesitli versiyonlarini (Deng
vd., 2009, 2010a; Russakovsky vd., 2014a) ve Sports-1M veri kiimesini (Karpathy vd.,
2014) de igeriyordu. Cizgenin iist kisminda, Kanada Parlemantosu’nun tartigmalarindan
olugturulmug IBM’nin veri kiimesi (Brown vd., 1990) ya da WMT Ingilizceden Fransizcaya
veri kiimesi gibi (Schwenk, 2014) ¢evrilmig veri kiimelerinin diger veri kiimelerinden ¢ok
daha biiyilik oldugunu gorebiliriz.
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Sekil 1.9: MNIST veri kiimesinden 6rnek girdiler. “NIST”’in agilimi Ulusal Standartlar ve
Teknoloji Enstitiisii(National Institue of Standards and Technology)’diir ve veriyi toplayan
kurumun adidir. “M” degistirilmig(modified) anlamindadir ¢iinkii veri, makine 6grenme
algoritmalarinda kullanilmasi i¢in 6niglemeden gegirilmigtir. MNIST veri kiimesi, elle
yazilmig rakamlarin taramalarinin ve hangi goriintiide hangi rakamin oldugunu belirten
etiketlerin oldugu bir veri kiimesidir. Bu basit siniflandirma problemi derin 6grenme
aragtirmalarinda en sik kullanilan testlerden biridir. Giintimiiz teknikleri tarafindan kolayca
¢Oziilmesine ragmen hala popiilerligini korumaktadir. Geoffrey Hinton bu veri kiimesini,
biyologlarin sikca meyve sineklerini aragtirmalarina benzer gsekilde makine 6grenmesi
aragtirmacilarinin da kontrollii bir sekilde deney yapabilmesine olanak sagladigindan
“makine 6grenmesinin drozofili’ olarak tanimlamigtar.

istatistiksel kestirimin asil zorlugu olan kii¢iik bir miktar veriden, yeni verilere
genelleme biiyilik oranda kolaylagsmasidir. 2016 yilindan beri, gbz karar1 bir kural,
gozetimli bir derin 6grenme algoritmasinin, kategori bagina 5.000 etiketli érnekten
sonra kabul edilebilir bir performansa sahip olacagidir. 10 milyon etiketli 6rnekle
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insan performansina egit hatta insan performansini agsan modeller egitilebilir. Basta
biiyiik miktarda etiketsiz veriden nasil yararlanilabilecegi olmak iizere, gozetimsiz ve
yar1 gozetimli 6grenme gibi daha kiic¢iik veri kiimeleriyle ¢alismak 6nemli aragtirma
alanlaridir.

1.2.3 Artan Model Boyutlar:

Sinir aglarinin oldukga bagarili olmasinin 6nemli sebeplerinden biri de giliniimiizde
¢ok daha biiylik hesaplama kaynaklarina sahip olmamizdir. Baglanticiligin ana
fikirlerinden biri de hayvanlarin bircok sinirinin ayn anda ¢aligtiklarinda zekaya
sahip oldugudur. Bir ya da birkag sinir hiicresinden olusan bir topluluk kendi
baglarina yararli degillerdir.

Biyolojik sinir hiicrelerinin birbirlerine olan baglantilar1 nispeten seyrektir.
Sekil 1.10’da gorildiigii iizere makine 6grenme modellerinin sinir bagina baglanti
sayisi, memeli beyinlerinden bile kat kat fazladir.

Sinir aglari, Sekil 1.11’de de gosterildigi {izere yakin zamana kadar toplam
sinir hiicresi sayis1 bakimindan sagirtici derecede kiigiiktii. Zamanla artan sinir agi
boyutlar: gizli tinitelerin kullanilmasi ile birlikte, yapay sinir aglar1 yaklagik her 2.4
yilda biiyiikliik olarak ikiye katlandi. Bu biiytime daha biiyiik hafizaya sahip daha
hizli bilgisayarlar ve daha biiyiik veri kiimeleri sayesinde miimkiindiir. Daha biiyiik
aglar, daha karmasik problemlerde daha isabetli sonuclar elde etmeyi basardilar.
Bu egilimin onlarca yi1l daha siirecegi beklenmektedir. Yeni teknolojiler daha hizl
bir gekilde biiylimeyi miimkiin kilmazsa, yapay sinir aglarinin 2050 yilina kadar
insanlarla ayni sayida sinir hiicresine ulagmalar1 miimkiin olmayacaktir. Biyolojik
sinir aglari giiniimiizdeki yapay sinirlerden ¢ok daha karmagik fonksiyonlar1 gostere-
bilmektedir. Dolayisiyla, biyolojik sinir aglari gercekte, bu ¢izimin gdsterdiginden
¢ok daha biiyiik olabilir.

Gegmige baktigimizda, bir siilitkten daha az sinir hiicresine sahip sinir aglarinin
karmagik yapay zekd problemlerini ¢bzememesi o kadar da sagirtict degildir. Giinii-
miizde hesaplama sistemleri bakimindan oldukga biiyiik sinir aglar1 bile kurbaga
gibi kismen ilkel olan omurgali hayvanlardan daha az sinir hiicresine sahiptir.

Model bityiikliigii, siirekli gelisen MIB, GPU ag baglantisi ve dagitik hesaplama
yontemleri igeren yayilim altyapisi sebebiyle siirekli artmaktadir (Bolim 12.1.2’de
de bahsedildigi gibi). Derin 6grenmenin tarihsel siirecinde ¢ok énemli olan bu
gidisin gelecekte de devam etmesi beklenmektedir.
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Sekil 1.10: Zaman iginde sinir hiicresi bagina diigen baglanti sayisinin degisimi. Baglangicta
sinir hiicreleri arasindaki baglanti sayis1 donanimla sinirliydi. Giintimiizde sinir hiicreleri
arasindaki baglanti sayisi ag1 tasarlarken se¢tigimiz bir zelliktir. Baz1 yapay sinir aglari,
bir kedideki kadar fazla sayida sinir bagina baglantiya sahiptir. Diger sinir aglarinin da
daha kii¢iik memelilerdeki kadar sinir bagina baglantiya sahip olmasi sik karsilagilan bir
durumdur. Insan tiiriiniin bile sinir hiicresi bagina diigen baglant1 sayis1 cok da biiyiik
degildir. Biyolojik sinir aglarimin sayist Wikipedia (2015) isimli kaynaktan alinmigtir.

. Uyarlanir dogrusal eleman (Widrow ve Hoff, 1960)
. Neocognitron (Fukushima, 1980)
. GPU ile hizlandirilmig evrigsimsel ag (Chellapilla vd., 2006)

. Derin Boltzmann makinesi (Salakhutdinov ve Hinton, 2009a)

. GPU ile hizlandirilmig ¢ok katmanl perseptron (Ciresan vd., 2010)
. Dagitik otokodlayic1 (Le vd., 2012)

1

2

3

4

5. Gozetimsiz evrigimsel ag (Jarrett vd., 2009)

6

7

8. Coklu GPU evrisimsel ag (Krizhevsky vd., 2012)
9

. COTS HPC gozetimsiz evrisimsel ag (Coates vd., 2013)
10. GoogLeNet (Szegedy vd., 2014a)

1.2.4 Isabetliligi, Karmagiklig1 ve Gergek Diinyaya
Olan Etkisini Arttirmak

1980’1 yillardan beri, derin 6grenme siirekli olarak tanima ve 6ngérmedeki ka-
biliyetini tutarh bir sekilde artirdi. Dahasi, derin 6grenme daha genis alanlarda
basariyla uygulandi.

Ik derin 6grenme modelleri, sikica kirpilmis ve oldukca kiiciik goriintiilerdeki
tekil nesneleri taniyabiliyordu (Rumelhart vd., 1986a). O zamandan beri sinir

22



“main” — 2018/10/22 — 22:43 — page 23 — #65

GIRIS

1011

1010 / .
= 9 17 20
S 188 a6 19 ’1 <«— Abhtapot
Hel
.é 107 X <= Kurbaga
£ 10 —— — .
S 10° 3 - 1
) 10% Ng ~C &rmca
2R T /0:';\\ Siiliik
g 102 \\i"
§ 10! 1 ; .\ 0 12 15 Solucan
; 0 —_
2 10 e 2 10

107! 4 7

-2
10 <€— Siinger
1950 1985 2000 2015 2056

Sekil 1.11: Zamanla artan sinir aglarinin boyutlari. Gizli {initelerin kullanilmasindan
itibaren yapay sinir aglar1 yaklagik olarak 2,4 yilda bir biiyiikliik olarak ikiye katlanmigtir.
Biyolojik sinir aglariin sayis1 Wikipedia (2015) isimli kaynaktan alinmigtir.

© ® N ook w N

T S R < T o~ S S
© © ® N o ok ®DdE=O

Perseptron (Rosenblatt, 1958, 1962)

Uyarlanir dogrusal eleman (Widrow ve Hoff, 1960)
Neocognitron (Fukushima, 1980)

Erken geri yayihm ag (Rumelhart vd., 1986b)

Konugma tanima igin yinelemeli sinir ag1 (Robinson ve Fallside, 1991)

Konusma tanima i¢in ¢ok katmanli perseptron (Bengio vd., 1991)
Ortalama alan sigmoid inang ag1 (Saul vd., 1996)

LeNet-5 (LeCun vd., 1998b)

Yank: durum ag1 (Jaeger ve Haas, 2004)

Derin inang ag: (Hinton vd., 2006)

GPU ile hizlandirilmig evrigimsel ag (Chellapilla vd., 2006)

Derin Boltzmann makinesi (Salakhutdinov ve Hinton, 2009a)
GPU ile hizlandirilmig derin inang ag1 (Raina vd., 2009)
Gozetimsiz evrigimsel ag (Jarrett vd., 2009)

GPU ile hizlandirilmig gok katmanl perseptron (Ciresan vd., 2010)
OMP-1 ag1 (Coates ve Ng, 2011)

Dagitik otokodlayic1 (Le vd., 2012)

Coklu GPU evrigimsel ag1 (Krizhevsky vd., 2012)

COTS HPC gozetimsiz evrisimsel ag (Coates vd., 2013)
GoogLeNet (Szegedy vd., 2014a)

aglariin igleyebildigi goriintiilerin biiyiikliigii kademeli bir gekilde artti. Cagdag
nesne tanima aglari, yliksek ¢Oziiniirliiklii fotograflar igleyebilirler. Aynm1 zamanda
fotografin taninacak nesne etrafinda kirpilmig olmasim gerektirmezler (Krizhevsky
vd., 2012). Benzer gekilde ilk sinir aglar1 yalnizca iki tiir nesneyi ayirabilirken, (hatta
bazi durumlarda tek bir nesenin var olup olmadigini) ¢agdas sinir aglari genelde en
az 1000 farkli sinifi ayirt edip taniyabilirler. En biiyiik nesne tanima yarigmasi, her
y1l yapilan ImageNet Biiyiik Olcekli Gorsel Tanima Yarismas: (ImageNet Large
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Scale Visual Recognition Challenge, ILSVRC)’dir. Derin 6grenmenin yiikseligindeki
dramatik anlardan biri, evrigimsel bir agin bu yarigmay1 biiyiik bir farkla kazan-
masidir. Bu, her modelin iirettigi en olas1 5 kategorinin dogru kategoriyi igerip
igermedigine bagh olan en-iyi-5 hatasini yiizde 26.1’den yiizde 15.3’e diigiirmiigtiir
(Krizhevsky vd., 2012). Bu andan itibaren bu yarigmalar diizenli bir sekilde derin
evrigsimsel aglar tarafindan kazanilmistir. Derin 6grenmedeki ilerlemeler sayesinde,
giinlimiizde en-iyi-5 hatasi gekil Sekil 1.12’de gosterildigi iizere yiizde 3.6’ya kadar
diismiigtiir.

Derin 6grenmenin konusma tanimada da biiyiik etkileri olmugtur. 1990l yillar
boyunca arttiktan sonra konugma tanimadaki hata miktarlar1 2000’lerde durak-
samaya baglamigtir. Derin 6grenmenin konugma tanimada kullanilmasiyla (Dahl
vd., 2010; Deng vd., 2010b; Seide vd., 2011; Hinton vd., 2012a) birlikte hata
oranlarinda biiyiik diisiigsler elde edilmisg, hatta bazi hata oranlar1 yariya inmistir.
Derin 6grenme ve konugma tanimanin tarihini Boliim 12.3’te daha detaylh sekilde
isleyecegiz.

Derin aglar ayni zamanda yaya saptama ve goriintii boliitleme (Sermanet vd.,
2013; Farabet vd., 2013; Couprie vd., 2013) alanlarinda da miithig bagarilar elde
etmistir. Trafik isareti tanima probleminde ise insaniistii performansa ulagmigtir
(Ciresan vd., 2012).

Derin aglarin boyutlar: ve isabetliligi arttikca, ¢ozebildikleri problemlerin kar-
magikliklar da artti. Goodfellow vd. (2014d) bize sinir aglarimin tek nesnelerden
ziyade bir goriintiideki biitiin harfleri iiretebilecegini gosterdi. Daha 6nce bu tiir bir
ogrenme i¢in biitiin elemanlarin etiketlenmesi gerektigi diisiiniiliiyordu (Giilgehre

0.30

0.25

0.20

0.15

0.10

0.05

ILSVRC simiflandirma hata orani

0.00
2010 2011 2012 2013 2014 2015

Yil

Sekil 1.12: Zamanla azalan hata oranlari. Derin aglar, ILSVRC’de yarigacak dlgege ulagtik-
larindan beri yarigmalar: gittikce azalan hata oranlariyla diizenli bir sekilde kazanmiglardir.
Veriler, Russakovsky vd. (2014b) ve He vd. (2015) isimli kaynaklardan alinmigtir.
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ve Bengio, 2013). LSTM gibi yinelemeli sinir aglar1 giiniimiizde sabit biiyiikliikte
girdiler yerine siraly dizilerle bagka siraly dizilerin arasindaki iligkileri modellemek
icin kullanilmaktadir. Diziden-diziye 6grenme, makine gevirisi alaninda devrim
getirecek gibi goziikmektedir (Sutskever vd., 2014; Bahdanau vd., 2015).

Artan karmagikliga olan egilim derin 6grenmeyi mantiksal bir yonteme dogru itti.
Bunun sonucunda bellek hiicrelerinden okuyup keyfi bellek hiicrelerine yazabilen
sinirsel Turing makineleri ortaya ¢ikti(Graves vd., 2014a). Bu tiir sinir aglari,
istenen davranisa ait rnekleri kullanarak basit programlari 6grenebildiler. Ornegin,
karigtirilmig sirada verilen say1 orneklerinden sayilari siralamay1 6grenebildiler.
Kendi kendini programlayan bu teknoloji héla yeni olsa da, teorik olarak gelecekte
biitiin problemlere uygulanabilecek bir yaklagimdir.

Derin 6grenmenin diger parlak basarilarindan biriyse pekigtirmeli 6grenme-
deki kullanimlaridir. Pekigtirmeli 6grenmede 6zerk bir ajan, bir gorevi deneme
yanilma yontemiyle yerine getirmeye calismaktadir. DeepMind, derin 6grenme
tabanli bir pekigtirmeli 6grenme sisteminin, Atari oyunlarini oynayabilecegini ve
bir¢ok gorevde insan seviyesine ulagabilecegini gosterdi(Mnih vd., 2015). Derin
o0grenme ayni zamanda robotikte kullanilan pekistirmeli 6grenmeyi de kayda deger
miktarda iyilestirdi(Finn vd., 2015).

Birgok derin 6grenme uygulamasi oldukga kérlidir. Derin 6grenme giintimiizde
Google, Microsoft, Facebook, IBM, Baidu, Apple, Adobe, Netflix, NVIDIA ve NEC
gibi birgok biiyiik teknoloji girketi tarafindan kullanilmaktadir.

Derin 6grenmedeki ilerlemeler yazilim altyapisina da giiclii bir gsekilde baghdir.
Theano (Bergstra vd., 2010; Bastien vd., 2012), PyLearn2 (Goodfellow vd., 2013c),
Torch (Collobert vd., 2011b), DistBelief (Dean vd., 2012), Caffe (Jia, 2013), MXNet
(Chen vd., 2015) ve TensorFlow (Abadi vd., 2015) gibi yazilim kiitiiphaneleri énemli
aragtirma projelerinin ve ticari iirlinlerin geligtirilmesine destek olmustur.

Derin 6grenme ayni zamanda diger bilimlere de katk: saglamigtir. Nesne tanimak
icin kullanilan ¢agdag evrigsimsel aglar, sinirbilimcilerin iistiinde calisabilecegi bir
gorinti igleme modeli sunar. Derin 6grenme, ayni zamanda biiyiik miktarlardaki
veriyi igslemede ve bilim alanlarinda ongoriiler yapmada kullanigh araclar sunar.
fla¢ yapimimda molekiillerin birbirleriyle nasil etkileseceklerini 6ngérmede bagariyla
kullanilmigtir (Dahl vd., 2014). Atom alt1 pargaciklar: aramak (Baldi vd., 2014) ve
mikroskop goriintiilerini otomatik olarak igleyerek insan beyninin 3B bir haritasini
gikarmakta da basarili olmugtur (Knowles-Barley vd., 2014). Derin 6grenmenin
gittikce daha fazla bilim alaninda yer alabilecegini 6ngoriiyoruz.

Ozetle, derin 6grenme gectigimiz on yillar icinde gelistirilmis, insan beyni, is-
tatistik ve uygulamali matematik bilgimizden yola cikilarak geligtirilmis bir makine
ogrenmesi yaklagimidir. Gegtigimiz yillarda derin 6grenme, daha giiclii bilgisayarlar
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daha biiyiik veri kiimeleri ve derin aglari egitmek icin yeni tekniklerle birlikte hem
popiilerlik hem de kullamighlik acisindan gelisme gostermistir. Oniimiizdeki yillar

derin 6grenmeyi daha da geligstirmek i¢in agsmamiz gereken engeller ve firsatlarla
doludur.
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Kitabin bu kismi, derin 6grenmeyi anlamak icin gerekli olan temel matematiksel
kavramlar: tanitir. Uygulamali matematikteki ¢cok degigkenli fonksiyonlar1 tanimla-
mamizi ve bu fonksiyonlarin en yiiksek ve en algak noktalar1 bulmamizi saglayan
genel fikirlerinden baglayacagiz.

Sonra makine 6grenmesinin temel amaclarin tanitacagiz. Cesitleri inanglar:
temsil eden bir model tanimlayarak, bu inanglarimizin gergek diinyayla uygunlugunu
Olcen bir maliyet fonksiyonu tasarlayarak ve bu maliyet fonksiyonunu enkiiciilterek
bu amaclara nasil ulagacagimizi anlatacagiz.

Bu cerceve, derin olmayan makine 6grenmesi dahil olmak iizere bircok makine
O0grenmesi algoritmasinin temelini olugturur. Kitabin ileriki boéltimlerindeki derin
ogrenme algoritmalariyla ilgili bilgiyi bu cerceve dahilinde geligtirecegiz.
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Dogrusal cebir bilimde ve miihendislikte genig bir kullanim alani bulan bir mate-
matik dalidir. Dogrusal cebirin ayrik matematikten ziyade siirekli bir matematik
dali olmas1 bir¢ok bilgisayar bilimcisinin dogrusal cebir hakkindaki tecriibesini
stirlamistir. Dogrusal cebirin iyi bir sekilde anlagilmasi, 6zellikle derin 6grenme
olmak iizere bircok makine 6grenmesi algoritmasini anlamak ve kullanmak igin
gereklidir. Dolasiyla derin 6grenmeye giris yapmadan 6nce temel dogrusal cebir
kavramlarindan bahsetmek istiyoruz.

Eger dogrusal cebir konusuna hékim oldugunuzu diigliniiyorsaniz, bu bolimi
gegebilirsiniz. Bu konularla daha 6nceden tecriibeniz mevcut ama 6nemli formiillere
erigebileceginiz detayl bir referans ariyorsamz, The Matriz Cookbook (Petersen ve
Pedersen, 2006) isimli kitabi 6neriyoruz. Dogrusal cebir hakkinda daha 6nceden
hi¢bir tecriibeniz yoksa bu boliim kitabin geri kalani icin yeterli olacaktir. Yinede
Shilov (1977) gibi sadece dogrusal cebire odaklanan ayr1 bir kaynak kullanmanzi
oneriyoruz.

Bu boliim derin 6grenmeyi anlamak i¢in gerekli olmayan biitiin dogrusal cebir
konularini tamamen atlamaktadir.

2.1 Skalerler, Vektorler, Matrisler ve Tensorler
Dogrusal cebir bir¢ok matematiksel nesne igermektedir:
e Skalerler: Dogrusal cebirde kargimiza ¢ikan bircok sayidan olusan dizilerden

farkli olarak skalerler, tek bir sayidan olugurlar. Kitap boyunca skalerleri italik
olarak belirtecegiz ve genellikle kiiclik harflerden olusan isimler kullanacagiz.
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Bir skaleri tanimlarken nasil bir tiir say1 oldugunu belirtecegiz. Ornegin bir
gergel sayiy1 tamimlarken “s € R bir dogrunun egimi olsun” gibi bir ifade
kullanacagiz. Benzer bir gekilde dogal bir say1 tanimlarken “n € N yapay
agdaki {initelerin sayis1 olsun” ifadesini kullanacagiz.

e Vektorler: Bir vektor bir say1 dizisidir. Bu sayilarin her biri belli bir diizen
icindedir ve bu sayilara bu diizen icindeki siralamasindan yararlanarak erige-
biliriz. Genel olarak vektorleri @ gibi kalin yaziyla belirtecegiz. Bu vektoriin
elemanlarini vektoriin ismini ve bir altindisi kullanarak tanimlayabiliriz.
Ornegin x vektoriiniin ilk elemanini zq, ikinci elemanimi xo vb. seklinde
tamimlayacagiz. Bu vektoriin iginde ne tiir sayilarin saklandigini da belirt-
memiz gerekmektedir. Eger vektoriin her elemani R kiimesinin bir elemani
ise ve bu vektoriin n adet elemani varsa, bu vektér R ve n sayisinin kartezyen
carpimindan ortaya ¢ikan ve R™ gekline gosterilen kiimede yer almaktadir.
Bir vektoriin elemanlarini teker teker ayirt etmek istedigimizdeyse onlar:
koseli parentez icine alinmig bir stitun olarak gosterebiliriz:

(a1

z=| 7. (2.1)

Tn

Vektorleri, her bir elemaninin farkh bir eksen tizerindeki koordinatini belirttigi
birer nokta olarak diigiinebiliriz.

Bazi durumlarda vektorlerin elemanlarindan olusan bir kiimeyi indeksle-
memiz gerekebilir. Bu durumda, bu indislerden olusan bir kiime tanim-
layip, bu kiimeyi altindiste belirterek bu elemanlara erigebiliriz. Ornegin
bir kiimedeki z1, x3 ve zg elemanlarina erigsmek i¢in 6nce bir S = {1, 3,6}
kiimesini tanimlayip daha sonra &g yazabiliriz. — semboliinii bir kiimenin
tiimleyinini belirtmek icin kullanacagiz. Ornegin a_; vektorii, & vektoriiniin
x1 hari¢ biitiin elemanlarini igeren kiimeyi temsil eder. x_g vektorii ise yine
x vektoriiniin z1, z3 ve zg elemanlarinin gikartilmig halini gosterir.

e Matrisler: Matrisler iki boyutlu say1 dizileridir ve her elemanlar1 bir yerine
iki indisle temsil edilir. Kitap boyunca matrisler icin genellikle A gibi kalin
yaz1 tipine sahip biiyilik harfli isimler kullanacagiz. Eger gercel degerlerden
olugan bir A matrisinin uzunlugu m genisligi n ise bu matris R™*™ kii-
mesinin i¢gindedir. Genelde matrisin elemanlarin kalin olmayan italik yaz
tipiyle belirtecegiz. Indisleri ise virgiille ayiracagiz. Ornegin A1,1 matrisin en
iist ve soldaki elemanini belirtirken A,, , ise en alt ve en sagdaki elemanini
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belirmektedir. ¢ numaral diigey koordinattaki biitiin elemanlara yatay koor-
dinatta “:” operatoriinii kullanarak erigebiliriz. Ornegin A; ., A matrisinin
diisey koordinatinin ¢ oldugu yatay bir kesitini ifade eder. Bu A matrisinin
’inci satir: olarak bilinir. Benzer bir sekilde A.;, matrisin 7’inci siitununu
belirtir. Bir matrisi agik olarak gostermek istedigimizde koseli parantez icine
yazili birer dizi olarak yazabiliriz:

[ A1 A ]

2.2
Ayt Ass (22)

Bazi1 durumlarda birden fazla harften olusan matrisli ifadeleri indekslememiz
gerekebilir. Bu durumda ifadeden sonra altindis kullanacagiz, ancak herhangi
bir ifadeyi kiigiik harfe gevirmeyecegiz. Ornegin, f(A);; ifadesi f fonksi-
yonunu A matrisine uyguladiktan sonra ortaya ¢ikan matrisin (7, j) indisli
elemanini ifade etmektedir.

e Tensorler: Bazi durumlarda ikiden fazla ekseni olan dizilere ihtiyag du-
yabiliriz. En genel tanmiminda, diizenli bir 1zgara iizerine yerlegtirilmis ve
degisken sayida ekseni bulunan diziler tensor olarak adlandirilir. Biz “A”
isimli bir tensorii A yaz tipini kullanarak belirtecegiz. A tensoriiniin (4, j, k)
koordinatlarindaki bir elemanini A; ; ;. ifadesiyle gosterecegiz.

Matrisler i¢in 6nemli olan operasyonlardan biri transpoz operasyonudur. Bir
matrisin transpozu, o matrisin ana késegen ¢izgisi etrafinda aynalanmig halidir.
Ana kosegen matrisin iist sol kdgesinden sag alt kosesine uzanir. Transpoz ope-
rasyonunun bir gosterimi icin Sekil 2.1’ bakiniz. A matrisinin transpozunu AT
ifadesini kullanarak gosteriyoruz. Bu operasyon

(AT); = A (2.3)

ifadesiyle tanimlidir.

Vektorler tek bir siitun igeren matrisler olarak diigiliniilebilir. Dolayisiyla bir
vektoriin transpozu tek bir satir iceren bir matristir. Bir vektorii satir i¢cinde bir

_ Arp Azn Az
A1 Asp Azp

Sekil 2.1: Bir matrisin transpozu, matrisin ana kogegeni etrafinda aynalanmig goriintiisii
olarak diisiiniilebilir.
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satir matrisi olarak yazip daha sonra transpoz operatoriiyle standart bir siitun
vektorii olarak kullanmaktayiz. Ornegin, & = [x1, 2o, x3] "

Bir skaler tek elemanl bir matris olarak diisiinelebilir. Bu sebeple bir skaler

kendisinin transpozudur: a = a .

Aymni gekile sahip olduklar: siirece, iki matrisi birbiriyle toplayalabiliriz. Bunu
karsihikh elemanlarini toplayarak yapariz: C' = A 4 B dyleki C; ; = A; ; + B; ;.

Ayn1 zamanda bir matrise skaler ekleyebiliriz ya da bir matrisi skalerle carpabi-
liriz. Bu bahsi gegen iglemi verilen matrisin her elemanina uygulamaya es degerdir:
D =a-B+coyleki D; ; =a-B;;+c.

Derin 6grenme baglaminda aligilagelmis gosterimlerin diginda gosterimler kul-
lanmaktayiz. Bir matris ve bir vektoriin toplamini, sonucu bir matris olacak sekilde
tanmmmliyoruz: C = A + b, oyleki C; ; = A; ; + b;. Burada b vektorii matrisin her
bir satirina eklenmistir. Bu kisa gosterim toplama igsleminden 6nce b vektoriiniin
her bir satirina kopyalandigi yardimci bir matris tanimlama gereksinimini ortadan
kaldirir. b vektorii iistii kapali kopyalama islemine yayimlama denir.

2.2 Matris ve Vektorleri Carpmak

Matrislerle ilgili en énemli iglemlerden biri iki matrisin ¢arpim iglemidir. A matrisi
ve B matrisinin matris ¢arpimi C matrisidir. Bu ¢arpimin tanimlh olabilmesi
igin A matrisinin siitun sayisiyla B matrisinin satir sayisi egit olmaldir. Eger A
matrisinin gekli m X n ve B matrisinin gekli n X p ise C' matrisinin gekli de m x p
kadardir. Matris carpimini iki matrisi yanyana koyarak yazabiliriz. Ornegin,

C=AB (2.4)

Carpim islemi
Cij= Z A; B . (2.5)
k

ifadesiyle tanimlanmigtir.

Burada 6nemli olan nokta, matris carpiminin yalnizca matris elemanlarinin
birebir ¢arpimina esit olmadigidir. Bu isleme eleman ¢arpimi ya da Hadamard
carpimu denir ve A ® B seklinde gosterilir.

Iki esit boyutlu vektor a ve y arasindaki i¢ carpim, "y ifadesiyle belirtilen
matris carpimina esittir. C = AB seklindeki matris carpimim, C; ; ifadesini A
matrisinin ¢’inci satirinin ve B matrisinin j’inci stitununun i¢ ¢arpimi olarak
hesaplayarak gosterebiliriz.
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Matris carpimi matrislerin matematiksel analizini kolaylagtiran birgok yararh
ozellige sahiptir. Ornegin, matris carpimi dagilma 6zelligine sahiptir:

AB+C)=AB+ AC. (2.6)
Ayni zamanda birlesme 6zelligine de sahiptir:

A(BC) = (AB)C. (2.7)

Matris ¢arpimi, skaler ¢arpimin aksine degisme 6zelligine sahip degildir (yani,
AB = BA esitligi her zaman gegerli degildir). Bununla birlikte, vektorler arasin-
daki i¢ carpim degigme 6zelligine sahiptir:

z'y=y'x. (2.8)

Bir matris ¢arpiminin transpozu basit olarak
(AB)' =BTAT (2.9)

seklinde ifade edilebilir. Bu ¢arpminin sonucu skaler oldugu ve dolayisiyla kendi
transpozuna egit oldugu i¢in Denklem 2.8 esitligini ispatlar:

-
x'y = (wTy> =yl (2.10)

Bu kitabin asil odak noktasi dogrusal cebir olmadig: i¢cin matris ¢carpimlarinin
kullanigh 6zelliklerini siraladigimiz etrafli bir listesini olusturmayacagiz. Ancak
okuyucu bir¢ok boyle 6zelligin oldugunu unutmamalidir.

Artik bir dogrusal denklemler sistemi yazabilecek dogrusal cebir notasyonu
bilgisine sahibiz:

Az =1b (2.11)

Bu egitlikte A € R™*™ bilinen bir matris, b € R™ bilinen bir vektor ve & € R™

degerlerini bilmedigimiz ve ¢6zmemiz gereken bir vektordiir. & vektoriiniin her

eleman1 z;, bu bilinmeyen degigkenlerden biridir. A matrisinin her satir1 ve b
vektoriintin her elemani, sistem igin yeni bir kisitlamay ifade eder. Denklem 2.11

AL;az = b1 (212)
A27;32 = b2 (213)

(2.14)
Ap . =by, (2.15)
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seklinde yazilabilir. Hatta bunu daha da detayl olarak,
Arjz1+ A1z + -+ Ay, = by (2.16

A271l’1 + AQQJZQ —+ e+ A2,n1'n = by (217

A1z + Apoxe + -+ Ay n Ty = by, (2.19
seklinde ifade edebiliriz.

Matris vektor carpimi notasyonu bu tiir esitlikler icin daha kisa bir gésterim
saglar.

2.3 Birim ve Ters Matrisler

Dogrusal cebir, Denklem 2.11 esitligini A matrisinin birgok degeri igin analitik
olarak ¢ozebilmemizi saglayan matris evirme olarak bilinen giiclii bir arag igerir.

Matris evirmeyi tanimlayabilmemiz i¢in 6ncelikle birim matris kavramini
tamimlamamiz gerekmektedir. Birim matrisler, bir vektor ile carpildiklarinda o
vektor lizerinde higbir degisiklik yapmayan matrislerdir. n boyutlu vektorler tize-
rinde iglem yapan birim matrisleri I,, seklinde belirtiyoruz. Bicimsel olarak bunu,
I, € R™" ve

Ve e R", I,x = x. (2.20)

seklinde belirtiyoruz.

Birim matrislerin yapisi oldukga basittir: Ana kogegen {izerindeki biitiin ele-
manlarin degeri bir, geriye kalan biitlin elamanlarin degeri ise sifirdir. Bir 6rnek
icin Sekil 2.2 icerisine bakilabilir.

A matrisinin tersi, A~! geklinde gosterilir ve

AlA=1,. (2.21)
olacak sekilde tanimlidir.
1 00
010
0 01

Sekil 2.2: Ornek birim matris: Is.
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