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bulundugunda, fiyat optimizasyon servisi bu yolculuk i¢in optimal fiyat: tahmin
etmek lizere tahmin edilen yolculuk sayisini ve tahmin edilen siiriicii sayisini

ister.22

Verileri aglar tizerinden géndermek i¢in kullanilan en popiiler istek stilleri REST
(representational state transfer) (CN: Temsili durum transferi) ve RPC’dir
(remote procedure call) (CN: Uzaktan yordam g¢agrisi). Bu stillerin ayrintili
analizi bu kitabin kapsami digindadir fakat aralarindaki baglica fark, REST
aglar iizerinden yapilan istekler i¢in tasarlanmigken, RPC’nin “uzak bir ag
servisine yapilan bir istegi, programlama dilinizdeki bir fonksiyonu veya metodu
¢agirmanin aynisina benzetmeye caligmasidir.”” Bu nedenden o6tiirii “REST,
herkesin kullanimina agik genel APT’ler i¢in baskin olan stil gibi gériinmektedir.”
RPC yazilim ¢ergevelerinin ana odak noktasi, genellikle ayni veri merkezi
icindeki ayn1 organizasyona ait servisler arasindaki isteklerdir.??

Bir REST mimarisinin uygulanmasinin RESTful oldugu s6ylenir. Birgok kisi
REST’i HTTP olarak diisiinse de REST tam olarak HTTP anlamina gelmez
ciinkiit HTTP sadece REST’in bir uygulamasidir.?*

3.5.3 Gergek-Zamanli Tagima Araciligiyla Veri Gonderimi

Gergek-zamanli tagimalarin arkasindaki motivasyonu anlamak igin siiriicii
yonetimi, yolculuk yonetimi ve fiyat optimizasyonu seklinde ti¢ basit servisi olan
arag paylagimi 6rnegine geri gidelim. Bir 6nceki béliimde fiyat optimizasyon
servisinin her bir yolculuk i¢in optimal fiyat: tahmin etmek amaciyla yolculuk
ve siirticii yonetimi servislerinden gelecek verilere nasil ihtiyag duydugundan
bahsettik.

Simdi, siiriicii yonetimi servisinin kag¢ tane siirticiiyli harekete gecirecegini
bilmek i¢in yolculuk yonetimi servisinden gelecek yolculuk sayisin1 da bilmesi
gerektigini hayal ediniz. Ayrica, siiriicii yonetimi servisi, potansiyel stiriiciiler
icin tegvik olarak kullanmak tizere fiyat optimizasyonu servisinden tahmin
edilen fiyatlar1 bilmek ister (6rnegin, simdi yola gikarsaniz 2 kat fazla ticret
alabilirsiniz). Benzer gekilde, yolculuk yonetimi servisi, siirticii yonetimi ve fiyat
optimizasyon servislerinden veri isteyebilir. Verileri 6nceki kisimda tartigildig:
gibi servisler araciligiyla gonderirsek, Sekil 3.8’de gosterildigi gibi bu servislerin
her birinin diger iki servise istek gondermesi gerekir.

22Uygulamada, fiyat optimizasyonu, her fiyat tahmini yapmasi gerektiginde, tahmin edilen
yolculuk /siiriicii sayisimi istemek zorunda kalmayabilir. Onbellege aliman tahmin edilmis
yolculuk/siiriicti sayisini kullanmak ve her dakikada bir yeni tahminler istemek yaygin bir
uygulamadir.

Z3Kleppmann, Designing Data-Intensive Applications.

24Tyson Trautmann, “Debunking the Myths of RPC and REST,” Ethereal Bits, 4 Aralik
2012 (Internet Archive ile erisildi), https://oreil.ly/ 4sUrL.
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Yolculuk yénetimi [ Siriicti yonetimi

Fiyat optimizasyonu

Sekil 3.8: Istek-giidiimlii mimaride her bir servisin dider iki servise istekler gondermesi gerekir.

Sadece ti¢ servisle bile veri gonderme gsimdiden karmasgik héle gelmektedir. Belli
bash internet girketlerinin sahip oldugu gibi binlerce servis olmasa da yiizlerce
servise sahip oldugunuzu diisiiniliniiz. Servisler arasi veri aktarimi patlayabilir
ve bir darbogaza doniigerek tiim sistemi yavaglatabilir.

Istek-giidiimlii veri gonderme senkronize bir istir: Hedef servis, istegin iletilebil-
mesi icin istegi dinlemek zorundadir. Eger fiyat optimizasyon servisi, siiriicii
yOnetimi servisinden veri isterse ve siiriicli yonetimi servisi ¢aligir durumda
degilse fiyat optimizasyon servisi, istek zaman agimina ugrayana kadar istegi
yeniden géondermeye devam eder. Ve eger fiyat optimizasyon servisi bir yanit
almadan 6nce calisamaz hale gelirse, bu yanit kaybolacaktir. Caligmayan bir
servis, kendisinden veri gerektiren tiim servislerin ¢aligmamasina neden olabilir.

Peki, hizmetler arasinda veri géndermeyi koordine eden bir araci birim (CN:
Broker) olursa ne olur? Servislerin dogrudan dogruya birbirinden veri istemesi
ve karmagik bir servisler arasi veri gonderme ag1 olusturmasi yerine, her bir
servisin Sekil 3.9’daki gibi sadece araci birim ile iletigim kurmasi gerekir.
Ornegin, diger servislerin, siiriicii yonetimi servislerinden bir sonraki dakika
i¢in tahmin edilen siiriicii say1sini istemesi yerine her ne zaman siirticli yonetimi
servisi bir tahminde bulunsa ve bu tahmin bir araci birime yayimlansa ne olur?
Hangi servis siiriicli yonetimi servisinden veri isterse, o araciy1 en son tahmin
edilen siiriicii sayisi i¢in kontrol edebilir. Benzer sekilde, fiyat optimizasyon
servisi bir sonraki dakika i¢in dalgalanma ticreti hakkinda bir tahmin yaptiginda,
bu tahmin araci birime yayimlanir.

Yolculuk yonetimi \ra

Fiyat optimizasyonu

Sekil 3.9: Bir aract birim kullanildiginda, bir servisin diger servislerle iletisim kurmak yerine sadece
bu aract birimle iletisim kurmast gerekir.
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Teknik olarak bir veritabam bir araci birim olabilir. Yani her bir servis bir
veritabanina veri yazabilir ve veriye ihtiya¢ duyan oteki servisler bu verita-
baninmi1 okuyabilir. Bununla birlikte 77. sayfadaki “Veritabanlar1 Araciligiyla
Veri Gonderimi” kisminda da bahsedildigi gibi veritabanlarini okumak ve
veritabanlarina yazmak, kati gecikme gereksinimleri olan uygulamalar igin
cok yavag bir igtir. Verilere aracilik etmek i¢in veritabanlar: kullanmak yerine
bellek-i¢i depolamay1 kullaniriz. Gergek-zamanl tagimalar, servisler arasinda
veri aktarimi icin bellek-i¢i depolama gibi diigtintilebilir.

Bir gergek-zamanlh tagimaya yayimlanan bir veri pargasina bir olay (CN: Event)
denir. Bu mimari bu nedenle olay-giidiimlii olarak da adlandirilir. Bir gergek-
zamanl tagima bazen “olay veri yolu” (CN: Event bus) olarak da isimlendirilir.

Istek-giidiimlii mimari, verilerden ziyade mantiga dayanan sistemler icin iyi
caligir. Olay-giidiimlii mimari, veri-agirlikli sistemler i¢in daha iyi galigir.

Gergek-zamanlh tagimalarin en yaygin iki 6rnegi yaymlama-abonelik (CN:
Publish-subscribe) kisaltmasi olan pubsub ve mesaj kuyrugudur. pubsub mo-
delinde herhangi bir servis bir ger¢cek-zamanlh tagimada farkli konulara yayimn
yapabilir ve bir konuya abone olan herhangi bir servis o konudaki tiim olaylar:
okuyabilir. Veri {ireten servisler, verilerini hangi servislerin tiikettigiyle ilgilen-
mez. Pubsub ¢oztimlerinin genellikle bir saklama politikasi vardir. Yani veriler,
silinmeden veya kalic1 bir depolamaya (Amazon S3 gibi) taginmadan 6nce belirli
bir siire (6rnegin, yedi giin) gergek-zamanh tagimada tutulur. Bakimiz Sekil
3.10.

10.02—Konumu secer 10.06—Yolculugu iptal eder

|
|
|
|
| 10.03—Yolculugu 10.05—Sdrictyle Gelen
: rezerve eder iletisim kurar olaylar
1
|

10.04—Kredi kartini ekler

Kalici depolama
alani (S3)

Olaylar > 7 glin

Bellek-i¢i depolama alani

Zaman
L

Sekil 3.10: Gelen olaylar atilmadan veya daha kalict bir depolama alanina tasinmadan dnce bellek-ici
depolama alaninda depolanar.

Bir mesaj kuyrugu modelinde, bir olay, planlanmig tiiketicilere sahiptir (plan-
lanmg tiiketicilere sahip bir olay, mesaj olarak adlandirilir) ve mesaj kuyrugu
mesaji dogru tiiketicilere ulagtirmakla sorumludur.
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Pubsub ¢oziimlerinin 6rnekleri Apache Kafka ve Amazon Kinesis’tir.2° Mesaj
kuyruklariin érnekleri Apache RocketMQ ve RabbitMQ’dur. Her iki paradigma
da son birkag yilda ¢ok ilgi gérmiigtiir. Sekil 3.11, Apache Kafka ve RabbitMQ
kullanan baz: sirketleri gostermektedir.

1240 compar stacks, including Uber, Shopify, and Spotify.

SBkifka. BES v @ > M

1811 cor dly use RabbitMQ in their tech cluding Robinhood, reddit, and Stack

hRabbit 7| ) 2 Em -

Sekil 3.11: Apache Kafka ve RabbitMQ kullanan sirketler.
Kaynak: Stackshare’den (https://oreil.ly/OqAgL) bir ekran gérintisi.

3.6 Akis Islemeye Kars: Yigin Isleme

Verileriniz veritabanlari, veri golleri veya veri ambarlar: gibi veri depolama
motorlarina ulagtiktan sonra tarihi verilere doniigiir. Bu, akigh verilerin (halen
akig halinde olan verilerin) tam tersidir. Tarihi veriler genellikle yigin iglerde,
yani periyodik olarak baslatilan islerde islenir. Ornegin, giinde bir kez, son
glindeki tiim yolculuklar i¢in ortalama dalgalanma {icretini hesaplamak icin bir
yigin igi calistirmak isteyebilirsiniz.

Veriler y1gin iglerde iglendiginde buna yigin igleme diyoruz. Yigin igleme, onlarca
yildir aragtirma konusu olmustur ve girketler yigin verileri verimli bir gekilde
islemek icin MapReduce ve Spark gibi dagitilmig sistemler geligtirmislerdir.

Apache Kafka ve Amazon Kinesis gibi gercek-zamanl tagimalarda verileriniz
oldugunda, akigh verileriniz oldugunu soyleriz. Akig isleme, akigh veriler iize-
rinde hesaplama yapmak anlamina gelir. Akigh veriler tizerinde gerceklesen
hesaplamalar da periyodik olarak baglatilabilir ancak periyotlar genellikle y1gin
isler i¢in olan periyotlardan ¢ok daha kisadir (6rnegin, her giin yerine her
bes dakikada bir). Akigh veriler ilgili hesaplamalar, ihtiya¢ duyuldugunda da
baslatilabilir. Ornegin, bir kullanici ne zaman bir yolculuk talep ederse su anda
hangi siiriiciilerin mevcut oldugunu gérmek icin veri akiginiz iglersiniz.

25 Apache Kafka'nin nasil calistigi hakkinda daha cok sey 6grenmek istiyorsaniz, Mitch
Seymour’un konuyu su samurlar1 kullanarak anlattigi ¢ok giizel bir animasyonu (htéps:
// oreil.ly/kBZzU) mevcuttur!
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P
def LF_contains_money(x): [Sezgi]
if "money" in x.body.text: Anlasma ve
return "SPAM"
/ anlagmazliklara bakiniz
( N
def LF_from_grandma(x): - "-_-
if x.sender.name is "Grandma": Y Ead - * L
return "HAM" -

J

( N
def LF_contains_money(x):
if "free money" in x.body.text:

return "SPAM"

®"g =By +22

Ters kovaryans tizerinden
), kanitlanabilir tutarl matris
tamamlama-stilli algoritma

Sekil 4.4: FEtiketleme fonksiyonlarinin nasil birlestirildigine st dizey bir bakis. Kaynak: Rartner
vd.’nin bir gérselinden uyarlanmastur.'?

Verileriniz kat1 gizlilik gereksinimlerine sahip oldugunda, zayif denetim 6zellikle
kullanigh olabilir. LF’ler yazmak icin sadece kii¢lik ve temizlenmig bir veri alt
kiimesi gerekir. Bu LF’ler, kimse verilere bakmadan verilerin geri kalan kismina
uygulanabilir.

LF’ler kullanildiginda, konu uzmanhgi (CN: Subject matter expertise) versi-
yonlanabilir, yeniden kullanilabilir ve paylasilabilir. Bir ekibin sahip oldugu
uzmanlik bir bagka ekip tarafindan kodlanip, kullanilabilir. Verileriniz veya
gereksinimleriniz degisirse yeni LF’lerinizi veri 6rneklerinize yeniden uygulaya-
bilirsiniz. Verileriniz i¢in etiket iiretmek amaciyla LF’leri kullanma yaklagimi
programatik etiketleme olarak da bilinir. Tablo 4.3 programatik etiketlemenin
el ile verilen etiketlere gore baz1 avantajlarimi gostermektedir.

Tablo 4.3: Programatik etiketlemenin el ile verilen etiketlere gore avantajlar:

El ile etiket verme Programatik etiketleme

Pahali: Ozellikle konu uzmanhg: ge-
rektiginde

Maliyetten tasarruf: Uzmanlik bir
organizasyon igerisinde versiyonla-
nabilir, paylasilabilir ve yeniden kul-
lanilabilir.

Gizliligin eksikligi: Verilerin insan
etiket atayicilara gonderilmesi gere-
kir

Gizlilik: Temizlenmis bir alt érnek-
lem kullanarak LF’ler iiret ve daha
sonra bu LF’leri tek tek veri 6rnekle-
rine bakmadan tiim verilere uygula

Yavag: Gereken siire, gereken etiket-
lerin sayisiyla dogrusal olarak olcek-
lenir

Hizli: 1.000 veri 6rneginden 1 milyon
veri ornegine kolaylikla 6lceklenir

Uyarlanamaz: Her degisiklik verile-
rin yeniden etiketlenmesini gerekti-
rir

Uyarlanir: Degigiklikler oldugunda,
sadece LF’leri yeniden uygula!
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Iste zayif denetimin uygulamada ne kadar iyi calistigimi gosteren bir vaka
calismasi. Stanford Medicine!? ile birlikte yapilan bir calismada, tek bir radyolog
tarafindan sekiz saatlik bir LF yazma igsleminden sonra elde edilen zayif denetimli
etiketlerle egitilmig modeller, Sekil 4.5'te de gosterildigi gibi, neredeyse bir yillik
elle etiketleme yoluyla elde edilen verilerle egitilen modeller ile karsilagtirilabilir
Birincisi, daha fazla etiketleme fonksiyonu olmadan bile modeller daha fazla
etiketlenmemis veriyle birlikte iyilesmeye devam etmistir. Ikincisi, etiketleme
fonksiyonlar1 gorevler arasinda tekrar kullanilmaktaydi. Aragtirmacilar, CXR
(gogiis rontgenleri) (CN: Chest X-rays kisaltmasi) gorevi ile EXR (ekstremite
rontgenleri) (CN: Extremity X-rays kisaltmasi) gorevi arasinda alti farkh
etiketleme fonksiyonunu tekrar kullanabildi.!*

1.0

1.0

o
©
o o
= ©

Ortalama ROC-AUC
Pt
Ortalama ROC-AUC
o o
o ~

—— DP

—— DP
CXR, 20 LFs —— FS EXR, 18 LFs —— FS

o
&

0.6

0.4
2000 10000 50000 3000 10000 30000
Veri noktalarinin sayisi Veri noktalarinin sayisi

Sekil 4.5: Tamamen denetimli (CN: Fully supervised) etiketler tizerinde egitilen bir model (FS) ile
programatik etiketler ile egitilen bir modelin (DP), CXR ve EXR gorevleri tizerinde kargilastirilmasa.
Kaynak: Dummon vd.5

Ogrencilerim siklikla bulugsal yontemler verileri etiketlemek icin bu kadar iyi
calisiyorsa neden MO modellerine ihtiyacimiz oldugunu soruyorlar. Bunun bir
nedeni, etiketleme fonksiyonlarinin tiim veri érneklerini kapsamayabilmesidir;
bu nedenle, etiketleme fonksiyonlariyla programli bir gekilde etiketlenmis
veriler {izerinde makine 6grenmesi modellerini egitebilir ve bu egitilmis modeli,
herhangi bir etiketleme fonksiyonunun kapsamadig: veri 6rnekleri i¢in tahminler
olugturmak tizere kullanabiliriz.

Zayif denetim basit fakat giiglii bir paradigmadir. Ancak zayif denetim miikem-
mel degildir. Baz1 durumlarda, zayif denetimle elde edilen etiketler kullanigh

13Jared A. Dunnmon, Alexander J. Ratner, Khaled Saab, Matthew P. Lungren, Daniel L.
Rubin ve Christopher Ré, “Cross-Modal Data Programming Enables Rapid Medical Machine
Learning,” Patterns 1, no. 2 (2020): 100019, hitps:// oreil.ly/nKt8E.

1By caligmadaki iki gérev sirasiyla sadece 18 ve 20 LF kullanmaktadir. Uygulamada, her
bir gorev igin ylizlerce LF kullanan ekipler gérdiim.

5Dummon vd., “Cross-Modal Data Programming.”
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hatalara neden olabilirler. Bir keresinde, yardimci oldugum projelerden birinde,
uygulamanin 6n ucu (CN: Frontend) artik kullanicilara yaglarini sormadigindan,
bu nedenle yag degerleri kayip oldugundan ve model bunlari 0 ile doldurdugun-
dan, modelin ¢op ciktilar verdigini kesfettik. Ciinkii model, egitim esnasinda 0
vas degerini hi¢ gérmemisti, bu nedenle makul tahminler yapamiyordu.

Genel olarak, kayip gozlemleri olasi degerlerle doldurmaktan kacinmak istersiniz,
ornegin ¢ocuk sayisinin kayip gozlemlerini 0 ile doldurmak. 0, ¢ocuk sayisi icin
olasi bir degerdir. Bilgileri kayip olan kisiler ile cocugu olmayan kisiler arasinda
ayrim yapmayl zorlagtirir.

Belirli bir veri kiimesi igin kayip gozlemleri islemek adina ayni anda veya ardigik
bir sekilde birden fazla teknik kullamilabilir. Hangi teknikleri kullanirsaniz
kullanin, kesin olan bir gey var: kayip degerleri ele almanin miikemmel bir yolu
yoktur. Silme iglemiyle, 6nemli bilgileri kaybetme veya yanliliklar1 6ne ¢ikarma
riskiyle kars: karsiya kalirsiniz. Impiitasyon ile verilerinize kendi yanlhliklarmiz
enjekte etme ve verilerinize giiriiltii ekleme veya daha kotiisii veri sizintisi
riskiyle kargi karsiya kalirsiniz. Veri sizintisinin ne oldugunu bilmiyorsaniz,
paniklemeyiniz, 145. sayfadaki “Veri Sizintis1” kisminda ele alacagiz.

5.2.2 Olgekleme

Bir kisinin gelecek 12 ay igerisinde bir ev satin alip almayacagini tahmin
etme gorevini ve Tablo 5-2’de gosterilen verileri diigiiniiniiz. Verilerimizde
Yas degiskeninin degerleri 20 ila 40 arasindayken Yillik Gelir degiskeninin
degerleri 10.000 ila 150.000 arasindadir. Bu iki degiskeni bir MO modeline girdi
olarak verdigimizde, MO modeli 150.000 ve 40'1n farkh seyleri temsil ettigini
anlamayacaktir. Model, her ikisini de say1 olarak goérecek ve 150.000 sayisi
40’tan ¢ok daha biiyiik oldugundan hangi degiskenin tahmin olusturmak igin
gercekten daha yararlh olduguna bakmaksizin ona daha fazla 6énem verebilir.

Oznitelikleri modellere girdi olarak beslemeden 6nce, bu 6znitelikleri benzer ara-
liklara sahip olacak sekilde 6lgeklemek 6nemlidir. Bu siire¢ 6znitelik 6lgekleme
olarak adlandirilir. Bu, yapabileceginiz en basit seylerden biridir ve siklikla
modelinizde bir performans artisiyla sonuglanir. Verilerinizi 6l¢eklemeyi ihmal
etmek, modelinizin, 6zellikle gradyan-hizlandirilmis agaglar ve lojistik regresyon
gibi klasik algoritmalarla anlamsiz tahminler yapmasina neden olabilir.%

Ozniteliklerinizi élgeklemenin sezgisel bir yolu bu ézniteliklerin [0, 1] araliginda
olmalarini saglamaktir. Bir x degiskeni verildiginde, bu degiskenin degerleri bu
aralikta olacak sekilde agagidaki formiil kullanilarak yeniden &lgeklenebilir:

4Oznitelik 6lcekleme bir keresinde modelimin performansmi neredeyse %10 arttirdi.
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I min(z)

max(z) — min(x)

2’in maksimum deger olmasi durumunda, z’ 6lgekli degerinin 1 olacagim
dogrulayabilirsiniz.  minimum deger ise 6lgeklenmis deger z’ 0 olacaktir.

Ozniteliginizin keyfi bir [a, b] araliginda olmasini isterseniz —deneysel olarak,
[—1,1] arahiginin [0, 1] arahigindan daha iyi ¢ahigtigim goriiyorum— agagidaki
formiilii kullanabilirsiniz:

Y —adt (x — min(x))(b — a)

max(z) — min(x)

Keyfi bir araliga 6lgeklendirme, degiskenleriniz hakkinda herhangi bir varsa-
yimda bulunmak istemediginizde ige yarar. Degigkenlerinizin normal dagilima
sahip olabilecegini diigiiniiyorsaniz, onlar1 sifir ortalama ve birim varyansa
sahip olacak gekilde normallestirmek yararli olabilir. Bu iglem standartlagtirma
olarak adlandirilir:

Burada , x degiskeninin ortalamasi, o ise x’in standart sapmasidir.

Makine 6grenmesi modelleri, uygulamada ¢arpik dagilima sahip 6zniteliklerle
miicadele etme egilimindedir. Carpikligi azaltmaya yardimci olmak i¢in yaygin
olarak kullanilan bir teknik, log doniisiimiidiir (https://oreil.ly/ RMwEYy): Oz-
niteliginize log fonksiyonunu uygulayiniz. log doniisiimiiniin verilerinizi nasil
daha az carpik hale getirdiginin bir 6rnegi Sekil 5.3’te gosterilmigtir. Bu teknik
cogu durumda performans kazanci saglasa da her durumda ise yaramaz ve
orijinal veriler yerine log-doniigiimlii veriler iizerinde yapilan analizlere kars:
dikkatli olmalisiniz.”

Olcekleme konusunda dikkat edilmesi gereken iki énemli nokta vardir. Birincisi,
yaygm bir veri sizintis1 kaynagi olmasidir (bu durum 145. sayfadaki “Veri
Sizintis1” kisminda daha ayrintili olarak ele alinacaktir). Bir diger nokta ise
genellikle global istatistikler gerektirmesidir. Minimumunu, maksimumunu
veya ortalamasini hesaplamak i¢in egitim verilerinin tamamina veya bir alt
kiimesine bakmaniz gerekir. Cikarsama sirasinda, yeni verileri 6lgeklemek igin

®Changyong Feng, Hongyue Wang, Naiji Lu, Tian Chen, Hua He, Ying Lu ve Xin M. Tu,
“LogTransformation and Its Implications for Data Analysis,” Shanghai Archives of Psychiatry
26, no. 2 (Nisan 2014): 105-9, https:// oreil.ly/hHJjt.



138 Makine Ogrenmesi Sistemleri Tasarlamak

egitim sirasinda elde ettiginiz istatistikleri yeniden kullanirsiniz. Yeni veriler
egitim verilerine gére 6nemli 6lc¢iide degistiyse bu istatistikler pek kullanigh
olmayacaktir. Bu nedenle, bu degisiklikleri hesaba katmak icin modelinizi sik
sik yeniden egitmeniz 6nemlidir.

Orijinal veriler log dénustimiinden sonra

L T N T T T T
a0 s S0 15 0o ns Bo ns 200 -3 -2 -1 0 1 2 3

Sekil 5.3: Cogu durumda, log donisimi verilerinizin ¢arpikligine azaltmaya yardimer olabilir.

5.2.3 Kesiklegtirme

Bu teknik tamamlayici olmasi agisindan kitaba dahil edilmistir ancak, uygu-
lamada kesiklegtirmenin nadiren yardimeci oldugunu gérdiim. Tablo 5.2’deki
verilerle birlikte bir model gelistirdigimizi hayal ediniz. Egitim esnasinda mo-
delimiz “150.000”, “50.000”, “100.000” gibi yillik gelir degerlerini gérmiigtiir.
Cikarsama esnasinda ise modelimiz yillik geliri “9.000,50” olan bir veri 6rnegiyle
karsilagir.

Sezgisel olarak yilda 9.000,50 dolarin yilda 10.000 dolardan ¢ok farkli olmadigini
biliyoruz ve modelimizin her ikisine de ayni gekilde davranmasini istiyoruz.
Ama model bunu bilmez. Modelimiz yalmizca 9.000,50’nin 10.000’den farkl
oldugunu biliyor ve onlara farkl gsekilde muamele edecektir.

Kesiklegtirme siirekli bir 6zniteligi kesikli bir 6znitelige doniigtiirme iglemidir.
Bu iglem nicemleme (CN: Quantization) veya gruplara ayirma (CN: Binning)
olarak da bilinir. Bu, verilen degerler i¢in kovalar (CN: Buckets) olugturarak
yapilir. Yillik gelir s6z konusu oldugunda, bu degerleri asagidaki gibi {i¢ kova
hélinde gruplayabilirsiniz:

o Diigiik gelir: Yilda 35.000 dolardan az
e Orta gelir Yilda 35.000 ila 100.000 dolar arasi

o Ust gelir: Yilda 100.000 dolardan fazla
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Sonsuz sayida olasi geliri 6grenmek yerine, modelimiz 6grenmesi ¢ok daha kolay
bir gorev olan yalnizca ii¢ kategoriyi 6grenmeye odaklanabilir. Bu teknigin
siirl egitim verileriyle daha faydali olmasi beklenir.

Tanmimi geregi kesiklegtirme stirekli 6znitelikler icin olsa da kesikli 6znitelikler
icin de kullamlabilir. Yag degiskeni kesiklidir fakat agagidaki gibi degerleri
kovalar halinde gruplamak yine de kullanisli olabilir:

o 18’den kiigiik

e 18 ila 22 arasinda
e 22 ila 30 arasinda
e 30 ila 40 arasinda
e 40 ila 65 arasinda

e 65 lzeri

Bu yontemin dezavantaji ise, bu kategorilestirmenin kategori sinirinda stireksiz-
likler olugturmasidir. Artik 34.999 dolara 35.000 dolardan tamamen farkl bir
bi¢cimde muamele edilmektedir ve 35.000 dolar 100.000 dolarla ayni muameleyi
gormektedir. Kategorilerin sinirlarini segmek o kadar da kolay olmayabilir.
Degerlerin histogramlarimi ¢izmeyi deneyebilir ve anlamli olan sinirlar: sege-
bilirsiniz. Genel olarak, ortak fikir, basit nicelikler ve bazen konu uzmanligi
yardimc olabilir.

5.2.4 Kategorik Oznitelikleri Kodlamak

Stirekli 6zniteliklerin nasil kategorik 6zniteliklere doniigtiiriileceginden bahset-
tik. Bu kisimda kategorik 6znitelikleri nasil en iyi sekilde ele alacagimizdan
bahsedecegiz.

Uretimdeki verilerle calismamis kisiler, kategorilerin statik oldugunu varsayma
egilimindedir, bu da kategorilerin zaman i¢inde degismedigi anlamina gelir. Bu,
bircok kategori icin gecerlidir. Ornegin, yas ve gelir gruplarimin degismesi olas
degildir ve tam olarak kag kategori oldugunu 6nceden bilirsiniz. Bu kategorileri
ele almak kolaydir. Her bir kategoriye bir say1 verirsiniz ve isiniz tamamdir.

Ancak tiretimde kategoriler degisir. Kullanicilarin Amazon’dan hangi tirtnleri
satin almak isteyebileceklerini tahmin etmek igin bir 6neri sistemi olugturdugu-
nuzu hayal ediniz. Kullanmak istediginiz 6zniteliklerden biri {iriin markasidir.
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Tablo 6.1: Ug modelin ciktilarina gore toplulugun giktist

Uc¢ modelin ciktilar: Olasilik Toplulugun c¢iktisi
Her {icti de dogru 0,7x0,7x0,7=0,343 Dogru
Sadece ikisi dogru (0,7x0,7x0,3) x3=0,441 Dogru
Sadece biri dogru (0,3x0,3x0,7) x3=0,189 Yanhs
Higbiri dogru degil 0,3x0,3x0,3=0,027 Yanlig

bir Transformer modeli, bir yinelemeli sinir ag1 ve bir gradyan-hizlandirilmig
agactan olusan topluluk olusturabilirsiniz.

Topluluk olusturmanin ii¢ yolu vardir: Torbalama, hizlandirma ve yigma. Per-
formans artigina yardimci olmaya ek olarak, cesitli aragtirma makalelerine gore
hizlandirma ve torbalama gibi topluluk yontemlerinin, yeniden 6rneklemeyle
birlikte dengesiz veri kiimelerine yardimci oldugu gosterilmistir.® Torbalamadan
baglayarak, her li¢ yontemi de inceleyecegiz.

Torbalama

Bootstrap aggregating ifadesinin kisaltmasi olan torbalama, MO algoritmala-
rinin hem egitim stabilitesini hem de dogrulugunu iyilestirmek icin tasarlan-
mustir.* Torbalama varyans: azaltir ve agir1 uydurmayi engellemeye yardimei
olur.

Bir veri kiimesi verildiginde, tiim veri kiimesi iizerinde bir ssmflandiric1 egitmek
yerine, “bootstrap” adi verilen farkli veri kiimeleri olusturmak icin yerine
koyarak ornekleme (CN: Sampling with replacement) gergeklegtirirsiniz ve bu
bootstrap kiimelerinin her biri tizerinde bir simflandirma veya regresyon modeli
egitirsiniz. Yerine koyarak 6rnekleme, her bootstrap kiimesinin diger bootstrap
kiimelerinden bagimsiz olarak olusturulmasini saglar. Sekil 6.3 torbalamanin
bir tasviridir.

Problemin simflandirma problemi olmasi halinde, nihai tahmine tiim modellerin
cogunluk oyu ile karar verilir. Ornegin, 10 smiflandirici SPAM, 6 model SPAM

3Mikel Galar, Alberto Fernandez, Edurne Barrenechea, Humberto Bustince ve Francisco
Herrera, “A Review on Ensembles for the Class Imbalance Problem: Bagging-, Boosting-,
and Hybrid-Based Approaches,” IEEE Transactions on Systems, Man, and Cybernetics, Part
C (Applications and Reviews) 42, no. 4 (Temmuz 2012): 463-84, hitps://oreil.ly/ ZBlgF;
G. Rekha, Amit Kumar Tyagi ve V. Krishna Reddy, “Solving Class Imbalance Prob- lem
Using Bagging, Boosting Techniques, With and Without Using Noise Filtering Method,”
International Journal of Hybrid Intelligent Systems 15, no. 2 (Ocak 2019): 67-76, https:
// oreil.ly/hchzU.

4Burada egitim stabilitesi, egitim kaybinda daha az dalgalanma anlamma gelmektedir.
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Orijinal veriler

Bootstraplama

L]
[Slnlﬂandlncﬂ Siniflandirict Toplama

—J

Siniflandirici

\ 4
Topluluk siniflandirici Torbalama

Sekil 6.3: Torbalamanin bir tasviri. Kaynak: Sirakorn’un bir gorselinden (https://oreil.ly/KEAPI)
uyarlanmaster.

DEGIL seklinde oy kullanirsa, son tahmin SPAM olur.

Problemin regresyon problemi olmasi halinde, son tahmin biitiin modellerin
tahminlerinin ortalamasidir.

Torbalama genel olarak sinir aglari, siniflandirma ve regresyon agaclari ve
dogrusal regresyonda alt kiime se¢imi gibi kararsiz yontemleri iyilestirir. Bu-
nunla birlikte, k-en yakin komsular gibi kararli yontemlerin performansini biraz
diigiirebilir.’

Bir rastgele orman bir torbalama 6rnegidir. Rastgele orman hem torbalama hem
Oznitelik rastgeleligi tarafindan olusturulan bir karar agaclar1 koleksiyonudur.
Burada her agac, kullanmak icin 6zniteliklerin rastgele bir alt kiimesinden
secim yapabilir.

Hizlandirma

Hizlandirma (CN: Boosting), zayif 6grenicileri giiglii 6grenicilere doniigtiiren
yinelemeli bir topluluk algoritmalar: ailesidir. Bu topluluktaki her bir 6grenici
veri 6rneklerinin ayni kiimesi iizerinde egitilir ancak bu veri érnekleri iterasyonlar
arasinda farkl sekilde agirliklandirilir. Sonug olarak, sonraki zayif 6greniciler,
onceki zayif 6grenicilerin yanlis simiflandirdig: veri 6érnekleri iizerine daha cok
odaklanmir. Sekil 6.4, hizlandirmanin bir tasvirini géstermektedir. Bu tasvir,
asagidaki adimlar1 icermektedir.

®Leo Breiman, “Bagging Predictors,” Machine Learning 24 (1996): 123-40, https:// oreil.
ly/ adzJu.
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Sekil 6.4: Hizlandwrma tasviri. Kaynak: Sirakorn’un bir gorselinden (hitps://oreil.ly/h5cuS) uyar-
lanmastar.

1. 1k zayif simiflandiriciyr orijinal veri kiimesi {izerinde egiterek ise baglarsi-
niz.

2. Birinci simflandiricinin ne kadar iyi simiflandirdigina bagh olarak veri
ornekleri yeniden agirliklandirilir. Ornegin, yanhs smiflandirilan veri
orneklerine daha yiiksek agirlik verilir.

3. Ikinci simiflandiriciy1 bu yeniden agirhiklandirilmig veri kiimesi iizerinde
egitiniz. Toplulugunuz artik birinci ve ikinci siniflandiricilardan olugmak-
tadur.

4. Veri 6rnekleri, olugturulan toplulugun onlari ne kadar iyi sismflandirdigina
bagli olarak agirliklandirilir.

5. Ugiincii simflandiriciyr bu yeniden agirhklandirilmis veri kiimesi iizerinde
egitiniz. Uciincii simiflandiriciyr topluluga ekleyiniz.

6. Ihtiyaciniz oldugu kadar bu adimlar1 tekrarlayimiz.

7. Nihai gii¢lii smflandiriciyl, mevcut siniflandiricilarin agirlikli bir kombi-
nasyonu olarak olugturunuz. Daha kiiciik egitim hatalarina sahip simiflan-
diricilar daha yiiksek agirliklara sahiptir.

Hizlandirma algoritmasinin bir 6rnegi, tipik olarak zayif karar agaclarindan bir
tahmin modeli iireten gradyan hizlandirma makinesidir (GBM) (CN: Gradi-
ent Boosting Machine). Bu gradyan hizlandirma makinesi, diger hizlandirma
yontemlerinin yaptig1 gibi agamali bir sekilde modeli inga eder. GBM, keyfi
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bir tirevlenebilir kayip fonksiyonunun optimizasyonuna izin vererek diger
hizlandirma y6ntemlerini genellestirir.

GBM’nin bir varyant1 olan XGBoost, MO yarismalarimi kazanan birgok ekibin
tercih ettigi algoritmaydi.® Siiflandirmadan, siralayamaya, Higgs Boson’unun
kesfine kadar ok cesitli gorevlerde kullanilmistir.” Bununla birlikte, bircok ekip,
genellikle biiyiik veri kiimelerinde daha hizli egitime olanak saglayan paralel
ogrenmeye izin veren dagitilmig bir gradyan hizlandirma yazilim ¢ercevesi olan

LightGBM'yi (https:// oreil.ly/ 1qyWf) tercih etmektedir.

Yigma

Yigma (CN: Stacking), temel 6grenicileri egitim verilerinden egitmeniz, ardin-
dan Sekil 6.5’te gosterildigi gibi nihai tahminlerin ¢iktisin1 almak i¢in temel
Ogrenicilerin ¢iktilarini birlegtiren bir meta-6grenici olusturmaniz anlamina gelir.
Meta-6grenici bir bulugsal yontem kadar basit olabilir: Tiim temel 6greniciler-
den ¢ogunluk oyu (simiflandirma gorevlerinde) veya ortalama oyu (regresyon
gorevlerinde) alirsimz. Lojistik regresyon modeli veya lineer regresyon modeli
gibi bagka bir model olabilir.

[ Model 1 Model 2 Model 3

TTT

Meta-6grenici

Sekil 6.5: Uc temel 6greniciden olusan 1ygilmas bir toplulugun gorsellestirilmess

Bir toplulugun nasil olusturulacagina dair daha fazla harika tavsiye igin
Kaggle’in efsanevi ekiplerinden biri olan MWave’in harika topluluk kilavuzuna
(https:// oreil.ly/ Nu6G6) bakinz.

6«Machine Learning Challenge Winning Solutions,” https:// oreil.ly/ YjS8d.
"Tiangi Chen ve Tong He, “Higgs Boson Discovery with Boosted Trees,” Proceedings of
Machine Learning Research 42 (2015): 69-80, https:// oreil.ly/ysBYO.
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Bir rastgele tohum ayarlayiniz

Modelinizin rastgeleligine katkida bulunan bir¢ok faktor mev-
cuttur: Agirliklara ilk deger atama, seyreltme, veri karigtirma
vb. Rastgelelik, farkli denemeler arasinda sonuclar1 kargilagtir-
may1 zorlagtirir —performanstaki degisikligin modeldeki bir
degisiklikten 6tiirii mi yoksa farkl bir rastgele tohumdan otiiri
mii oldugu hakkinda hi¢bir fikriniz yoktur. Bir rastgele tohum
ayarlamak, farkli caligtirmalar arasinda tutarlilik saglar. Ayrica,
hatalar1 yeniden olugturmaniza ve diger kisilerin sonuglarinizi
yeniden elde etmesine olanak tanir.

6.1.4 Dagitilmis Egitim

Modeller biiytidiikce ve kaynak bakimindan yogun hale geldikge sirketler, olgekte
egitime cok daha fazla 6nem vermektedir.!! Biiyiik bilgi-islem kaynaklarina
diizenli erigim gerektirdiginden, dlgeklenebilirlik konusunda uzmanlik kazanmak
zordur. Olceklenebilirlik, bir dizi kitabi hak eden bir konudur. Bu béliim,
Olgekte makine 6grenmesi yapmanin zorluklarini vurgulamak ve projeniz icin
kaynaklar: uygun bir bigimde planlamaniza yardimci olacak bir yap: iskelesi
saglamak icin bazi dikkate deger sorunlari kapsamaktadir.

Bellege sigmayan verileri kullanarak bir model egitmek yaygin bir durumdur. BT
taramalar1 veya genom dizileri gibi tibbi verilerle ugragirken bu durum 6zellikle
yaygmdir. Biiyiik dil modellerini egiten ekipler i¢in galigiyorsaniz (OpenAl,
Google, NVIDIA, Cohere) metin verilerinde de bu durum gergeklegebilir.

Verileriniz bellege sigmadiginda, verileri 6n igleme (6rnegin sifir-merkezleme,
normallestirme, beyazlatma (whitening)), verileri karigtirma ve verileri y1gin-
lama i¢in algoritmalarinizin ¢ekirdegin disinda (CN: Out-of-core) ve paralel
olarak calismasi gerekir.'? Verilerinizin bir érnegi biiyiik oldugunda, 6rnegin,
bir makine tek seferde birkag veri 6rnegi ele alabiliyorsa yalmzca kiigiik bir
yigin biyiikligiiyle ¢alismak durumunda kalabilirsiniz ve bu da gradyan inisi
tabanli optimizasyon i¢in kararsizliga yol agar.

Bazi1 durumlarda, bir veri ornegi o kadar biiyiiktiir ki bellege bile sigamaz
ve sisteminizin daha az bellek ile daha fazla bilgi-islem yapmasini saglamak

1 ok sayida kullaniciya servis veren iiriinler icin bir modeli servis etmedeki 6lgeklenebilirligi
de dikkate almaniz gerekir. Bu ise bir MO projesinin kapsami disindadir ve dolayisiyla bu
kitapta ele alinmamigtir.

12Wikipedia’ya gore, “Cekirdek digi algoritmalar, tek seferde bir bilgisayarin ana bellegine
sigamayacak kadar biiytik verileri iglemek i¢in tasarlanmig algoritmalardir.
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icin bellek ayak izi ve bilgi-islem dengesini kullanan bir teknik olan grad-
yan kontrol noktasi koyma gibi bir gey kullanmaniz gerekir. Ac¢ik kaynakl
gradient-checkpointing paketinin sahiplerine gore: “Ileri beslemeli modeller icin
hesaplama siiresinde yalnizca %20’1lik bir artigla GPU’'muza 10 kattan daha
biiyiik modeller sigdirabildik.”® Bir veri 6rnegi bellege sigsa bile kontrol noktasi
koyma teknigini kullanmak, bir yigina daha fazla veri 6rnegi sigdirmaniza ve
bu da modelinizi daha hizli egitmenize olanak saglayabilir.

Veri paralelligi

Makine 6grenmesi modellerini birden ¢ok makinede egitmek artik bir norm
haline geldi. Modern MO yazilim cerceveleri tarafindan desteklenen en yaygin
paralellegtirme yontemi veri paralelligidir: Verileriniz birden ¢ok makineye
boéliiniir, bu makinelerin hepsinde modeliniz egitilir ve gradyanlar biriktirilir.
Bu, birkag sorun ortaya cikarir.

Zorlu bir problem farkli makinelerden gradyanlarin dogru ve etkili bir gekilde
nasil biriktirilecegidir. Her bir makine kendi gradyanini iirettiginden eger mo-
deliniz makinelerin hepsinin ¢aligmalarim bitirmesini beklerse (SGD-stochastic
gradient descent-senkronize stokastik gradyan inisi), geride kalan makineler
biitiin sistemin yavasglamasina neden olur ve bu da zaman ve kaynak israfi
demektir.'* Daha fazla isci demek, belirli bir iterasyonda en az bir is¢inin
aligilmadik derecede yavas calismasinin daha olasi olacagi anlamina geldiginden,
geride kalma problemi (CN: Straggler problem) makine sayisiyla birlikte biiytir.
Ancak bu problemi etkin bir bicimde ele alan bircok algoritma bulunmaktadir.

Modeliniz agirligi her makineden ayri olarak gelen gradyani kullanarak giin-
celliyorsa (asenkronize SGD), gradyan bayatlamas1 (CN: Gradient staleness)
bir sorun héline gelebilir. Ciinkii bir makineden gelen gradyanlar, bagka bir

13Tim Salimans, Yaroslav Bulatov ve katkida bulunanlar, gradient-checkpointing deposu,
2017, hitps:// oreil.ly/ GTUgC.

“Dipankar Das, Sasikanth Avancha, Dheevatsa Mudigere, Karthikeyan Vaidynathan,
Srinivas Sridharan, Dhiraj Kalamkar, Bharat Kaul ve Pradeep Dubey, “Distributed Deep
Learning Using Synchronous Stochastic Gradient Descent,” arXiv, 22 Subat 2016, https:
// oreil.ly/ma8Y6.

15 Jianmin Chen, Xinghao Pan, Rajat Monga, Samy Bengio ve Rafal Jozefowicz, “Revisiting
Distributed Synchronous SGD,” ICLR 2017, https://oreil.ly/dzVZ5; Matei Zaharia, Andy
Konwinski, Anthony D. Joseph, Randy Katz ve Ion Stoica, “Improving MapReduce Perfor-
mance in Heterogeneous Environments,” 8th USENIX Symposium on Operating Systems
Design and Implementation, hitps://oreil.ly/ FWswd; Aaron Har- lap, Henggang Cui, Wei
Dai, Jinliang Wei, Gregory R. Ganger, Phillip B. Gibbons, Garth A. Gibson ve Eric P. Xing,
“Addressing the Straggler Problem for Iterative Convergent Parallel ML” (SoCC ’16, Santa
Clara, CA, 57 Ekim 2016), https:// oreil.ly/wZgOO.
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makineden gradyanlar gelmeden 6nce agirliklarin degismesine neden olmustur.'®

Senkronize SGD ve asenkronize SGD arasindaki fark Sekil 6.6’da agiklanmigtir.

r N

Senkronize SGD

2. 256 Gradyanin tamami
lalindiginda NewModel'e glincelle

Asenkronize SGD

Barrier

1.goénder

1. génder 2.NewModel'i 1.génder
(Gradyanlar)

(Gradyanlar) hemen indir (Gradyanlar)

GPL‘JVO -------- GPU 225 [ S } """ { GPU 225 )
I e I ;

3.Yeni Yigin ve NewModel ile
birlikte bir sonraki iterasyon

—>

J

Sekil 6.6: Veri paralelligi i¢in asenkronize SGD’ye karsy senkronize SGD. Kaynak: Jim Dowling’in
bir gorselinden uyarlanmastir.l”

Teoride, asenkronize SGD yakinsar fakat senkronize SGD’den daha fazla
adim gerektirir. Bununla birlikte, uygulamada, giincellenecek agirlik sayisi
fazla oldugunda, gradyan giincellemeleri seyrek olma egilimindedir. Yani ¢ogu
gradyan giincellemesi, parametrelerin yalnizca kiiciik bir kismini modifiye
eder ve farkli makinelerden gelen iki gradyan gilincellemesinin ayni agirliklar:
modifiye etmesi daha az olasidir. Gradyan giincellemeleri seyrek oldugunda,
gradyan bayatlamasi daha az problem olur ve model hem senkronize hem de
asenkronize SGD icin benzer sekilde yakinsar.'®

Basgka bir problem ise modelinizi birden ¢ok makineye yaymanin, yigin bii-
yikliigiiniiziin ¢ok biiylik olmasina neden olabilmesidir. Bir makine 1.000
biiyiikliigiinde bir yi1gin iglerse, 1.000 makine 1 milyon biiytikliigiinde bir yi-
gin isler (OpenAI'nin GPT-3 175B’si 2020’de 3,2 milyon biiyiikligiinde bir
yigm kullanmistir).!? Hesaplamay: basitlestirmek gerekirse bir makine iizerinde
bir epoku egitmek 1 milyon adim alirsa, 1.000 makine iizerinde egitmek sa-
dece 1.000 adim alabilir. Daha sezgisel bir yaklagim ise her bir adimda daha
fazla 6grenmeye sebep olmasi i¢in 6grenme oranini artirmaktir. Fakat kararsiz
yakinsamaya yol agacagindan, 6grenme oranini ¢ok biiyiik de yapamayiz. Uygu-

16 Jeffrey Dean, Greg Corrado, Rajat Monga, Kai Chen, Matthieu Devin, Mark Mao,
Marc’aurelio Ranzato vd., “Large Scale Distributed Deep Networks,” NIPS 2012, https:
// oreil.ly/ EWPun.

17Jim Dowling, “Distributed TensorFlow,” O’Reilly Media, 19 Aralik 2017, https: // oreil.
ly/ VYIOP.

8Feng Niu, Benjamin Recht, Christopher Ré ve Stephen J. Wright, “Hogwild!: A Lock-Free
Approach to Parallelizing Stochastic Gradient Descent,” 2011, https:// oreil.ly/sAFEbv.

9Tom B. Brown, Benjamin Mann, Nick Ryder, Melanie Subbiah, Jared Kaplan, Prafulla
Dhariwal, Arvind Neelakantan vd., “Language Models Are Few-Shot Learners,” arXiv, 28
Mayis 2020, https:// oreil.ly/ qjg2S.
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lamada, yigin biiytikligini belirli bir noktay: asacak sekilde arttirmak, azalan
getiriler saglar.?’

Sonuncusu fakat son derece énemli bir bagka problem ise ayni model kuru-
lumuyla ana is¢inin bazen diger iscilerden daha fazla kaynak kullanmasidir.
Durum buysa, tiim makinelerden en iyi gekilde yararlanmak icin aralarindaki
is yukiinli dengelemenin bir yolunu bulmaniz gerekir. En etkili yol olmasa da
en kolay yol, ana isci icin daha kii¢lik bir y1gin biiyiikligi ve diger iscgiler icin
daha biiylik bir yigin biiytikligi kullanmaktir.

Model paralelligi

Veri paralelligiyle her bir is¢i tiim modelin bir kopyasina sahiptir ve bu is¢i, mo-
delin bu kopyas: icin gerekli olan biitiin hesaplamalar: yapar. Model paralelligi
ise Sekil 6.7’de gosterildigi gibi modelinizin farkli bilegenleri farkli makinelerde
egitildiginde s6z konusu olur. Ornegin, makine 0 ilk iki katmanin hesaplamasini
gerceklestirirken, makine 1 sonraki iki katmamni ele alir veya baz1 makineler
ileriye gecisi (CN: Forward pass) halledebilirken digerleri geriye gecisi (CN:
Backward pass) halledebilir.

M2 ve M4 ilk asamanin

tamamlanmasini
Model paralelligi Bekrlemelian
A

Is yuk
boluntlleme

Veri paralelligi

Sekil 6.7: Veri paralelligi ve model paralelligi. Kaynak: Jure Leskovec’in bir gorselinden uyarlanmas-
tar.21

208am McCandlish, Jared Kaplan, Dario Amodei ve OpenAl Dota Team, “An Empirical
Model of LargeBatch Training,” arXiv, 14 Aralik 2018, https:// oreil.ly/mcjbV; Christopher
J. Shallue, Jachoon Lee, Joseph Antognini, Jascha Sohl-Dickstein, Roy Frostig ve George E.
Dahl, “Measuring the Effects of Data Parallelism on Neural Network Training,” Journal of
Machine Learning Research 20 (2019): 1-49, hitps:// oreil.ly/ YAEOM.
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Model paralelligi yaniltici olabilir ¢iinkii bazi durumlarda paralellik, modelin
farkli parcalarimin farkli makinelerde paralel olarak yiritiilmesi anlamina
gelmez. Ornegin, modeliniz biiyiik bir matris ise ve bu matris iki makinede ikiye
boliinmiigse bu durumda bu iki yarim paralel olarak yiiriitiilebilir. Bununla
birlikte, modeliniz bir sinir agiysa ve ilk katmani makine 1’e ve ikinci katmani
makine 2’ye koyarsaniz ve katman 2'nin yiiriitiilmesi i¢in katman 1’den ¢iktilara
ihtiyaci varsa, makine 2’nin calismasi icin 6énce makine 1’in bitmesini beklemesi
gerekir.

Iletim hatt1 paralelligi, bir modelin farkli makineler iizerindeki farkh bilesenleri-
nin daha fazla paralel olarak calismasini saglamaya yonelik zekice bir tekniktir.
Bu paralelligin birden ¢ok varyanti mevcuttur ancak ana fikir, her makinenin
hesaplamasini birden ¢ok parcaya ayirmaktir. Makine 1 hesaplamasinin ilk
parcasini bitirdiginde, sonucu makine 2’ye goénderir ve ardindan ikinci pargaya
gecer ve bu boyle devam eder. Makine 2 artik ilk parca tizerindeki hesaplamasini
yirutiirken, makine 1 hesaplamasim ikinci parcada yuritir.

Bunu somutlagtirmak i¢in dért farkli makinenizin oldugunu ve birinci, ikinci,
tigiincii ve dordiincii katmanlarin sirasiyla makine 1, 2, 3 ve 4 iizerinde oldugunu
diigiiniiniiz. Iletim hatt1 paralelligi ile birlikte her bir mini-y1gin dért mikro-
yigina ayrilir. Makine 1 ilk mikro-yigin iizerinde ilk katmani hesaplar ve ardindan
makine 1 ikinci mikro-yi1gin tizerinde ilk katmani hesaplarken, makine 2, makine
1’in sonuglar iizerinde ikinci katmani hesaplar ve bu boyle devam eder. Sekil
6-8, dort makine tizerinde paralelligin neye benzedigini gostermektedir. Her bir
makine, bir sinir aginin bir bileseni i¢in ileriye gecisi ve geriye gecisi galigtirir.

0 B b b 530 Giincelle

BZ,O iincelle)

23 23

11 B1,O |Gtincelle]

Foo | Fo1 | Foz2 | Fo3 Balon Bo3 | Bo2 | Bo1 Bo,o Siincell

Sekil 6.8: Dirt makine tzerindeki bir sinir age i¢in iletim hatte paralelligi. Her bir makine bir sinir
aginan bir bileseni igin hem ileriye gegisi (F) (CN: Forward) hem geriye gegisi (B) (CN: Backward)
calistirir. Kaynak: Huang ve arkadaslarinin bir gorselinden uyarlanmastur.

Model paralelligi ve veri paralelligi birbirini diglamaz. Bircok sirket, dona-
nimlarini daha iyi kullanmak igin her iki yontemi de kullanir. Ancak her iki

21 Jure Leskovec, Mining Massive Datasets course, Stanford, lecture 13, 2020, https: // oreil.
ly/ gZcja.

22Yanping Huang, Youlong Cheng, Ankur Bapna, Orhan Firat, Mia Xu Chen, Dehao Chen,
HyoukJoong Lee vd., “GPipe: Easy Scaling with Micro-Batch Pipeline Parallelism,” arXiv,
25 Temmuz 2019, hitps:// oreil.ly/ wehkz.
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yontemi kullanmak icin gergeklesgtirilecek bir kurulum 6nemli miihendislik
cabas1 gerektirebilir.

6.1.5 AutoML

Iyi bir makine 6grenmesi arastirmacisinin, kendi kendini tasarlayacak kadar
akilli bir yapay zeka algoritmas: tasarlayarak igini otomatiklestirecek biri oldu-
guna dair bir saka var. Bu gaka, Jeff Dean’in sahne aldig1 ve Google’in makine
ogrenmesi uzmanligini 100 kat daha fazla bilgi-iglem giiciiyle degistirmeyi ve
AutoML’yi toplulugun heyecan ve dehsetiyle tanistirmay: amacladigini acik-
ladigr TensorFlow Dev Summit 2018’e kadar komikti. 100 makine 6grenmesi
aragtirmacisi/mithendisinden olugan bir gruba cesitli modellerle ugragmalar: ve
sonunda optimal olmayan bir model se¢meleri i¢in 6deme yapmak yerine, neden
bu paray1 en uygun modeli aramak i¢in kullanilabilecek bilgi-iglem giiciinde
harcamiyorsunuz? Etkinligin kaydindan alinmig bir ekran goriintiisii Sekil 6.9’da
gosterilmistir.

Keynote (TensorFlow Dev Summit 2018) o»0

. l_\ Tensor

Coziim = MO uzmanhdi + veri + hesaplama

G6zUm = veri + 100X bilgi-islem

m

¥ Tensor

Sekil 6.9: Jeff Dean, TensorFlow Dev Summit 2018’de Google’in AutoML ni agiklyor.

Yumusak AutoML: Hiperparametre ayarlama

AutoML, gercek diinyadaki problemleri ¢ézmek icin makine 6grenmesi algorit-
malar1 bulma siirecini otomatiklestirmeyi ifade eder. Uretimde AutoML’nin
kolay ve en popiiler bi¢imi hiperparametre ayarlamadir. Bir hiperparametre,
O0grenme siirecini kontrol etmek icin kullanilan, kullanicilar tarafindan saglanan
bir parametredir; 6rnegin, 6grenme orani, yigin buyikligi, gizli katmanlarin
say1si, gizli birimlerin sayisi, seyreltme olasiligi, Adam optimize edicisinde 3;
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Tim bu kavramlar, kolaylikla bakimi yapilabilen ve degisen ortamlara adapte
olabilen bir MO sistemi tasarlamamiza olanak tanir.

Bu boéliim yazarken en ¢ok heyecanlandigim boéliimdiir ve umarim sizi de
heyecanlandirabilirim!

9.1 Araliksiz Ogrenme

“Araliksiz 6grenme” ifadesini duydugunda bircok kiginin aklina, bir modelin
iiretimde gelen her 6rnekle kendini giincelledigi egitim paradigmas: gelir. Cok az
sirket bunu gercekten yapmaktadir. Ilk olarak, modeliniz bir sinir ag1 ise gelen
her veri 6rnegiyle 6grenme, onu yikici unutmaya karsi duyarh héle getirir. Yikica
unutma, bir sinir aginin yeni bilgiler 6grendikten sonra daha once 6grendigi
bilgileri tamamen ve aniden unutma egilimini ifade eder.!

Ikinci olarak, araliksiz 6grenme, egitimi daha pahali hale getirebilir; giiniimiizde
¢ogu donamim arka ucu yigin igleme icin tasarlanmigtir. Bu nedenle tek seferde
yalmizca tek bir veri 6rneginin islenmesi, biiyiik bir bilgi-islem giicii israfina
neden olur ve veri paralelliginden yararlanamaz.

Uretimde araliksiz 6grenmeyi kullanan sirketler, modellerini mikro-yiginlar
halinde giinceller. Ornegin, mevcut modellerini her 512 veya 1.024 veri érne-
ginden sonra giincelleyebilirler; her bir mikro-yigindaki optimum veri 6rnegi
miktar1 goreve baghdir.

Gincellenen model, degerlendirilene kadar dagitilmamalidir. Bu, mevcut mo-
delde dogrudan degisiklik yapmamaniz gerektigi anlamina gelir. Bunun yerine,
mevcut modelin bir kopyasini olugturursunuz ve yeni veriler tizerinde bu kopyay1
giincellersiniz ve gilincellenen kopyanin daha iyi oldugu kanitlanirsa mevcut
modeli bu giincellenmis kopyayla degistirirsiniz. Mevcut modele sampiyon
model, giincellenmis kopyaya meydan okuyan model denir. Bu siire¢ Sekil
9.1’de gosterilmigtir. Bu, anlagilmasi i¢in siirecin agir1 basitlestirilmis halidir.
Gergekte ise bir girketin ayni anda birden fazla meydan okuyan modeli olabi-
lir ve basgarisiz olmusg bir meydan okuyan modeli ele almak, onu bir kenara
atmaktan ¢ok daha sofistikedir.

Yine de, “araliksiz 6grenme” terimi, insanlarin modelleri gok sik, érnegin her 5
veya 10 dakikada bir giincellediklerini hayal etmelerine neden olur. Pek cok kisi,
cogu sirketin iki nedenden 6tiirii modellerini bu kadar sik giincellemeye ihtiyag
duymadigini iddia eder. ilk olarak, bu yeniden egitim zamanlamasmimn anlaml
olmast igin yeterli trafige (yani, yeterli yeni veriye) sahip degillerdir. Tkincisi,

!Joan Serra, Didac Surfs, Marius Miron ve Alexandros Karatzoglou, “Overcoming
Catastrophic Forgetting with Hard Attention to the Task,” arXiv, 4 Ocak 2018, hitps:
// oreil.ly/ P9SEZ.
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modelleri o kadar hizli bozunmaz. Onlara katiliyorum. Yeniden egitim zaman-
lamasimi bir haftadan bir giine degistirmek herhangi bir fayda saglamiyorsa ve
daha fazla ek yiike neden oluyorsa, bunu yapmaya gerek yoktur.

Meydan
okuyan model

Kopya model Ropyay yer

verilerle glincelle

Meydan okuyan
modeli sampiyona
karsi degerlendir

A 4

Sampiyon model

Meydan okuyan
model daha iyiyse Sampiyon daha iyiyse

y v

Sampiyonu
meydan okuyan
modelle degistir,

Meydan okuyan
modeli kenara at

Sekil 9.1: Araliksiz 6grenmenin tiretimde nasil calisacaginin basitlestirilmis hali. Gercekte ise
basarisiz olmus bir meydan okuyan modeli ele almak, onu bir kenara atmaktan ¢ok daha sofistikedir.

9.1.1 Durum Bilgisi Tagsiyan Egitime Kars1 Durum Bilgisi
Tasimayan Yeniden Egitim

Bununla birlikte, araliksiz 6grenme, yeniden egitim sikligiyla ilgili degil, modelin
yeniden egitilme gekliyle ilgilidir. Cogu girket durum bilgisi tagimayan yeniden
egitim yapar; model her defasinda sifirdan egitilir. Araliksiz 6grenme, durum
bilgisi tagiyan egitime de izin vermek anlamina gelir; model, yeni veriler iizerinde
egitime devam eder.? Durum bilgisi tasiyan egitim, ince-ayar cekme veya artiml
ogrenme olarak da bilinir. Durum bilgisi tasimayan yeniden egitim ve durum
bilgisi tagiyan egitim arasindaki fark Sekil 9.2’de gorsellestirilmigtir.

Durum bilgisi tagiyan egitim, modellerinizi daha az veriyle giincelleyebilmenize
olanak tanir. Bir modeli sifirdan egitmek, ayn1 modele ince-ayar ¢ekmekten cok
daha fazla veri gerektirir. Ornegin, modelinizi sifirdan yeniden egitirseniz, son iic
aydaki tiim verileri kullanmaniz gerekebilir. Ancak diinkii kontrol noktasindan
modelinize ince ayar cekerseniz yalnizca son giine ait verileri kullanmaniz
gerekir.

2«Durum bilgisi tasiyan yeniden egitim” yerine “durum bilgisi tagiyan egitim” denilmigtir
ciinkii burada yeniden egitim yoktur. Model en son durumdan itibaren egitime devam eder.
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Durum bilgisi tasimayan yeniden egitim
Model v3
Model v2! !

Model v1 1
I 1

[ Veriler ]

P Zaman
I )
Model v1 L L L L |

Model Model Model Model
v v1.2 v1.3 vl4

Durum bilgisi tastyan egitim

Sekil 9.2: Durum bilgisi tasiyan egitime karst durum bilgisi tasymayan yeniden egitim.

Grubhub, durum bilgisi tasiyan egitimin, modellerinin daha hizli yakinsamasini
sagladigini ve daha az bilgi-iglem giicii gerektirdigini bulmustur. Giinlitk durum
bilgisi tagimayan yeniden egitimden, giinliikk durum bilgisi tagiyan egitime
gecmek, egitim i¢in harcanan bilgi-iglem maliyetini 45 kez azaltmis ve satin
alma oranlarim %20 arttirmigtir.?

Genellikle gozden kagan giizel bir 6zellik, durum bilgisi tagiyan egitimle veri
depolamay1 tamamen 6nlemenin miimkiin olabilecegidir. Geleneksel durum
bilgisi tagimayan yeniden egitimde, bir modelin birden ¢ok egitim iterasyonu
sirasinda bir veri 6rnegi yeniden kullanilabilir, bu da verilerin saklanmasi
gerektigi anlamina gelir. Bu, 6zellikle kat1 gizlilik gereksinimleri olan veriler icin
her zaman miimkiin degildir. Durum bilgisi tagiyan egitim paradigmasinda, Sekil
9.2’de gosterildigi gibi her model giincellemesi yalnizca taze veriler kullanilarak
egitilir, bu nedenle egitim icin bir veri 6rnegi yalnizca bir kez kullanilir. Bu,
verileri kalici bir depoda depolamak zorunda kalmadan modelinizi egitmenin
miimkiin oldugu anlamina gelir; bu da veri gizliligiyle ilgili bircok endigeyi
ortadan kaldirmaya yardimeci olur. Ancak bu goz ardi ediliyor ¢iinkii gliniimiiziin
“hadi her seyi takip edelim” uygulamasi hala bircok sirketi verileri ¢cope atma
konusunda isteksiz héale getirmektedir.

Durum bilgisi tagiyan egitim, sifirdan egitimin olmayacag1 anlamina gelmez.
Durum bilgisi tasiyan egitimi en bagarili sekilde kullanan girketler, zaman
zaman modellerini kalibre etmek i¢in biiyiik miktarda veri iizerinde sifirdan
egitim gerceklegtirirler. Alternatif olarak, modellerini durum bilgisi tagiyan
egitimle paralel olarak sifirdan egitebilir ve ardindan parametre sunucusu gibi
teknikler kullanarak her iki giincellenmis modeli birlestirebilirler.*

3 Alex Egg, “Online Learning for Recommendations at Grubhub,” arXiv, 15 Temmuz 2021,
https: // oreil.ly/ FBBUw.

4Mu Li, Li Zhou, Zichao Yang, Aaron Li, Fei Xia, David G. Andersen ve Alexander Smola,
“Parameter Server for Distributed Machine Learning” (NIPS Workshop on Big Learning, Lake
Tahoe, CA, 2013), https:// oreil.ly/zMmru.
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Altyapimiz hem durum bilgisi tasimayan yeniden egitime hem de durum bilgisi
tasiyan egitime olanak saglayacak sekilde kurulduktan sonra egitim sikligi
sadece bir diigmeyi ¢evirme meselesidir. Modelinizi saatte bir, giinde bir veya
bir dagilim kaymas: tespit edildiginde giincelleyebilirsiniz. Optimal yeniden
egitim zamanlamasinin nasil bulunacagindan 299. sayfadaki “Modellerinizi
Hangi Siklikla Giincellemelisiniz” kisminda bahsedecegiz.

Araliksiz 6grenme, bir veri bilimcisi veya MO miihendisi olarak sizin, mo-
dellerinizi sifirdan veya ince ayar ¢ekerek gerektiginde giincellemenize ve bu
giincellemeyi hizli bir sekilde dagitmaniza olanak saglayacak sekilde altyapiy1
kurmakla ilgilidir.

Sunu merak edebilirsiniz: Durum bilgisi tagsiyan egitim kulaga hos geliyor ancak
modelime yeni bir 6znitelik veya bagka bir katman eklemek istersem bu nasil
caligir? Bunu cevaplamak icin iki farkli model giincellemesini ayirt etmeliyiz:

Model iterasyonu

Mevcut model mimarisine yeni bir 6znitelik eklenir veya model
mimarisi degistirilir.

Veri iterasyonu

Model mimarisi ve dznitelikler ayni kalir fakat bu modeli yeni veriler
ile tazelersiniz.

Model mimarinizi degistirmek veya yeni bir 6znitelik eklemek, sonugta ortaya
c¢ikan modelin sifirdan egitilmesini gerektirdiginden, bugiin itibariyle durum
bilgisi tasiyan egitim ¢ogunlukla veri iterasyonu i¢in uygulanmaktadir. Bilgi
aktarimi (Google, 2015) (CN: Knowledge transfer, https://oreil.ly/lp0GB) ve
model cerrahisi (OpenAl, 2019) (CN: Model surgery, https://oreil.ly/ SUOF1)
gibi teknikler kullanarak model iterasyonu igin sifirdan egitimi baypas etmenin
mimkiin olabilecegini gésteren aragtirmalar mevcuttur. OpenAl’'ye gore “cerrahi
islem, modelin hangi kisimlarinin degismedigini ve hangi kisimlarinin yeniden
baglatilmasi gerektigini tespit etmek icin bir se¢im siirecinden sonra egitilmis
agirliklar bir agdan digerine aktarir.”® Birkac biiyiik arastirma laboratuvari
bununla ilgili denemeler yapmistir ancak endiistrideki net sonuclardan haberdar
degilim.

®Jonathan Raiman, Susan Zhang ve Christy Dennison, “Neural Network Surgery with
Sets,” arXiv, 13 Aralik 2019, hitps:// oreil.ly/ SUOF1.
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Terminoloji Belirsizligi

“Cevrim i¢i 6grenme” terimi yerine “araliksiz 6grenme” terimini kullani-
yorum ¢unkii “cevrim ici 6grenme” dedigimde insanlar genellikle ¢evrim
i¢i (internet tizerinden) verilen egitimi (CN: Online education) diigiiniiyor.
Google’da “gevrim i¢i 6grenme” diye aratirsaniz, en {istte goziiken sonuglar
muhtemelen ¢evrim igi derslerle (CN: Online courses) ilgili olacaktir.

Baz1 insanlar, bir modelin gelen her yeni veri 6rneginden 6grendigi belirli bir
ortama atifta bulunmak icin “gevrim i¢i 6grenme” ifadesini kullanir. Boyle
bir ortamda araliksiz 6grenme, cevrim ici 6grenmenin bir genellemesidir.

Ayrica, “siirekli 6grenme” (CON: Continuous learning) terimi yerine “aralik-
s1z 6grenme” terimini kullaniyorum. Siirekli 6grenme, modelinizin gelen
her bir veri 6rnegiyle siirekli olarak 6grendigi rejimi ifade ederken, araliksiz
ogrenmede 6grenme bir dizi y1gin veya mikro-yiginlar halinde yapilir.

Siirekli 6grenme bazen, araliksiz 6grenme ile yakindan ilgili olan makine
ogrenmesinin siirekli teslimini (CN: Continuous delivery, CD) ifade etmek
icin kullanilir. Cilinkii her ikisi de girketlerin makine 6grenmesi modellerinin
iterasyon dongiisiinii hizlandirmasina yardimer olur. Ancak aradaki fark su
ki bu anlamda kullanildiginda “siirekli 6grenme” DevOps perspektifinden,
stirekli teslimat igin iletim hattinin kurulmasiyla ilgiliyken, “araliksiz
ogrenme” makine 6grenmesi perspektifindendir.

“Stirekli 6grenme” teriminin belirsizliginden dolayi, toplulugun bu terimden
tamamen uzak durmasimi umuyorum.

9.1.2 Neden Araliksiz Ogrenme?

Araliksiz 6grenmenin, modellerinizi giincelleyebilmeniz ve bu degisiklikleri
istediginiz kadar hizli dagitabilmeniz i¢in altyapiy1 kurmakla ilgili oldugunu
tartigtik. Ancak modellerinizi istediginiz kadar hizli giincelleme yetenegine
neden ihtiyaciniz olsun ki?

Araliksiz 6grenmenin ilk kullanim durumu, 6zellikle kaymalar aniden gercekles-
tiginde, veri dagilimi kaymalariyla miicadele etmektir. Lyft gibi bir yolculuk
paylagimi hizmetinin fiyatlarimi belirlemek i¢in bir model olugsturdugunuzu
hayal ediniz.% Ge¢mise baktigimizda, belirli bir mahallede bir Persembe aksami
yolculuk talebi diisiiktiir, bu nedenle model, siiriiciilerin yola koyulmasini daha
az cazip héle getiren diigiik yolculuk fiyatlar: tahmin etmektedir. Ancak bu

5Bu tip bir probleme “dinamik fiyatlandirma” da denilir.



10 MLOps icin Altyapi ve Araclar

Boliim 4’ten Boliim 6’ya kadar, MO sistemleri gelistirmeye yarayan mantiktan
bahsettik. Boliim 7’den Boliim 9’a kadar ise bir MO sistemini dagitmak, izlemek
ve siirekli olarak giincellemekle ilgili hususlar: tartistik. Simdiye kadar, MO
uygulayicilarinin bu mantigr uygulamak ve bu hususlari gerceklestirmek igin
ihtiya¢ duyduklar tiim araglara ve altyapiya erigebildiklerini varsaydik. Ancak
bu varsayim gercek olmaktan uzaktir. Bircok veri bilimcisi bana MO sistemleri
icin yapmak istedikleri dogru seyleri bildiklerini ancak altyapilarinin bunlar:
yapmay1 mimkiin kilacak sekilde kurulmadigi i¢in yapamadiklarini séylemistir.

MO sistemleri komplekstir. Bir sistem ne kadar kompleks ise iyi bir altya-
pidan o kadar fazla faydalanabilir. Altyapi, dogru kuruldugunda, siireclerin
otomatiklestirilmesine yardimeci olabilir, 6zellestirilmis bilgi ihtiyacini ve miihen-
dislik siiresini azaltir. Bu da MO uygulamalarimin gelistirilmesini ve teslimatin
hizlandirabilir, hatalarin olugabilecegi ytlizey alanini kiigiiltebilir ve yeni kulla-
nim senaryolarini mimkiin kilabilir. Ancak yanhs kuruldugunda, altyapinmin
kullanimi sancili ve degistirilmesi pahalidir. Bu boliimde, ML sistemleri i¢in
altyapinin nasil kurulacagini tartisacagiz.

Konuya dalmadan 6nce, her girketin altyapi ihtiyaclarinin farkli oldugunu
belirtmek 6nemlidir. Sizin igin gerekli olan altyapi, gelistirdiginiz uygulama
sayisina ve uygulamalarin ne kadar 6zellesmig olduguna baglidir. Spektrumun
bir ucunda, ii¢ aylik planlama toplantisinda sunmak tizere gelecek yil sahip
olacaklar: yeni kullanici sayisini tahmin etmek gibi gecici is analitigi icin MO
kullanan sirketler vardir. Bu sirketlerin muhtemelen herhangi bir altyapiya
yatirim yapmalar1 gerekmeyecektir. Jupyter Notebooks, Python ve Pandas bu
sirketlerin en iyi arkadaslar1 olacaktir. Arkadaglariniza gostermek icin nesne
tespitine yonelik bir Android uygulamas: gibi yalnizca basit bir MO kullanim
senaryonuz varsa muhtemelen herhangi bir altyapiya da ihtiyaciniz olmaz;
yalnizca TensorFlow Lite gibi Android uyumlu bir MO yazilim cercevesine
ihtiyaciniz vardir.

315



316 Makine Ogrenmesi Sistemleri Tasarlamak

Spektrumun diger ucunda ise benzersiz gereksinimleri olan uygulamalar tize-
rinde ¢alisan sirketler bulunur. Ornegin, siiriiciisiiz arabalar benzersiz dogruluga
ve gecikme gereksinimlerine sahiptir. Algoritma milisaniyeler icerisinde yanit
verebilmelidir ve yanls bir tahmin ciddi kazalara yol agabileceginden, algo-
ritmanin dogrulugu miitkemmele yakin olmalidir. Benzer sekilde, cogu sirket
Google'in yaptig1 gibi saatte 234 milyon arama sorgusuna kargilik gelen sa-
niyede 63.000 arama sorgusunu iglemediginden, Google Arama benzersiz bir
o6lcek gereksinimine sahiptir.! Bu sirketlerin muhtemelen kendi 6zellestirilmis
altyapilarini gelistirmeleri gerekecektir. Google, dahili altyapilarinin biiyiik
bir béliimiinii arama igin geligtirmigtir; Tesla ve Waymo gibi stiriiciisiiz araba
sirketleri de yle.? Ozellestirilmis altyapinin bir kisminin daha sonra herkese
acilmasi ve diger sirketler tarafindan benimsenmesi yaygin bir durumdur. Or-
negin Google, dahili bulut altyapisin1 herkese acarak Google Cloud Platform’u
(https:// oreil.ly/ 0g02L) ortaya ¢ikarmigtir.

Spektrumun ortasinda ise makine 6grenmesini makul 6lgekte birden ¢ok yaygin
uygulama (bir dolandiricilik tespiti modeli, bir fiyat optimizasyonu modeli, bir
miigteri kayb1 tahmini modeli, bir 6neri sistemi vb.) i¢in kullanan girketlerin
cogunlugu yer alir. “Makul 6lgek”, giinliik petabayt yerine gigabayt ve terabayt
diizeyindeki verilerle calisan sirketleri ifade eder. Bu sirketlerin veri bilimi
ekipleri 10 ila yiizlerce miihendisten olusabilir.® Bu kategori, 20 kisilik bir
startup’tan, FAAAM o6lgeginde olmasa da Zillow 6lcegindeki bir girkete kadar
herhangi bir sirketi icerebilir.* Ornegin, 2018’de Uber, veri goliine giinde onlarca
terabayt veri ekliyordu ve Zillow’un en biiyiik veri kiimesi giinde 2 terabayt
sikistirilmamis veri getiriyordu.® Buna karsin, 2014’te bile Facebook giinde 4
petabaytlik veri iiretiyordu.’

'Kunal Shah, “This Is What Makes SEO Important for Every Business,” Entrepreneur
India, 11 Mayis 2020, https://oreil.ly/teQIX.

2Tesla’nin makine 6grenmesi icin bilgi-islem altyapisina goz atmak icin YouTube’da Tesla
AT Day 2021 kayd (hitps:// oreil.ly/etHIC') izlemenizi siddetle tavsiye ederim.

3«Makul 6lgegin” tanimmi Jacopo Tagliabue’nin “You Do Not Need a Bigger Boat: Re-
commendations at Reasonable Scale in a (Mostly) Serverless and Open Stack,” arXiv, 15
Temmuz 2021, https://oreil.ly/ YNRZ(Q isimli makalesinden esinlenilmigtir. Makul 6lgek
tizerine daha fazla tartigma igin Ciro Greco’'nun “ML and MLOps at a Reasonable Scale
(CN: Makul Olgekte Makine Ogrenmesi ve Makine Ogrenmesi Operasyonlar1)” (Ekim 2021)
(https:// oreil.ly/ goPrb) isimli ¢calismasina bakimz.

4FAAAM, Facebook, Apple, Amazon, Alphabet, Microsoft’un kisaltmasidir.

®Reza Shiftehfar, “Uber’s Big Data Platform: 100+ Petabytes with Minute Latency,” Uber
Engineering, 17 Ekim 2018, hitps://oreil.ly/ 6 Ykd3; Kaushik Krishnamurthi, “Building a Big
Data Pipeline to Process Clickstream Data,” Zillow, 6 Nisan 2018, https:// oreil.ly/ SGmNe.

SNathan Bronson ve Janet Wiener, “Facebook’s Top Open Data Problems,” Meta, 21
Ekim 2014, https:// oreil.ly/p6QjX.
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Spektrumun ortasinda yer alan sirketler, giderek daha fazla standartlagtirilan
genellegtirilmis makine 6grenmesi altyapisindan biiytk olasilikla faydalanacaktir
(bakimiz Sekil 10.1). Bu kitapta, makine 6grenmesi uygulamalarinin biiyiik
¢ogunlugunun altyapisina makul bir 6lgekte odaklanacagiz.

Gerekli
altyapi
yatirmi

Son derece
ozellestirilmis altyapi
Genellestirilmis altyapi
Altyapi gerekmez
Uretim

_ Tekbir Birden ¢ok sik Saatte milyonlarca Olcegi
MO uygulamasi kullanilan uygulama istege yanit vermek

Sekil 10.1: Farkl dretim olgeklerindeki sirketler i¢in altyapr gereksinimleri.

Ihtiyaclarimiz icin dogru altyapiyr kurmak iizere, altyapmin tam olarak ne
anlama geldigini ve nelerden olustugunu anlamak 6nemlidir. Wikipedia’ya
gore fiziksel diinyada “altyapi, evlerin ve firmalarin stirdiiriilebilir iglevselligini
destekleyen temel olanaklar ve sistemler kiimesidir.”” Makine 6grenmesi diin-
yasinda altyapi, makine 6grenmesi sistemlerinin gelistirilmesini ve bakimini
destekleyen temel olanaklar kiimesidir. Bu boliimde daha 6nce tartigildig: gibi
“temel olanaklar” olarak nelerin dikkate alinmasi gerektigi sirketten sirkete
biiyiik 6l¢iide degigir. Bu boliimde asagidaki dort katmani inceleyecegiz:

Depolama ve bilgi-islem

Depolama katmani verilerin toplanip, depolandig1 katmandir. Bilgi-
islem katmani ise bir modeli egitmek, 6znitelikleri hesaplamalk,
oznitelikleri iiretmek vb. gibi MO is yiiklerini yerine getirmek icin
gerekli olan bilgi-islemi saglar.

Kaynak yonetims

Kaynak yonetimi, mevcut bilgi-islem kaynaklariizdan en iyi ge-
kilde yararlanmak igin is yiiklerinizi zamanlamak ve orkestra etmek
icin araclar icerir. Bu kategorideki araglara ornek olarak Airflow,
Kubeflow ve Metaflow verilebilir.

"Wikipedia, s.v. “Infrastructure,” https:// oreil.ly/ Yalks.
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MO platformu

Bu katman, model depolari, 6znitelik depolar1 ve izleme araglar: gibi
MO uygulamalarini gelistirmeye yardimei olan araclar: saglar. Bu
kategorideki araglara érnek olarak SageMaker ve MLflow verilebilir.

Gelistirme ortama

Bu katmana genellikle dev ortami denilir. Kodun yazildigi ve dene-
melerin yuritildigi katman bu katmandir. Kodun versiyonlanmasi
ve test edilmesi gerekmektedir. Denemelerin de takip edilmesi ge-
rekmektedir.

Bu dort katman Sekil 10.2’de gosterilmistir. Veri ve bilgi-iglem, herhangi bir
makine 6grenmesi projesi icin gereken baglica kaynaklardir ve bu nedenle
depolama ve bilgi-iglem katmani, makine égrenme uygulamak isteyen herhangi
bir gsirket icin altyapisal temeli olusturur. Bu katman ayni zamanda bir veri
bilimecisi i¢in en soyut olan katmandir. Ilk olarak bu katmandan bahsedecegiz
¢iinkii bu kaynaklar agiklamasi en kolay olanlardir.

A

Gelistirme ortami
ornegin; IDE, Git, CI/CD

MO platformu
ornegin; model deposu, izleme
Daha \ J Veri bilimcileri
ticarilestirilmis | ( N | icin daha 6nemli
Kaynak yonetimi
ornegin; is akisi orkestratori
L ),

s ~
Depolama ve bilgi-islem katmani
6rnegin; AWS EC2/S3, GCP, Snowflake

L A )

Sekil 10.2: MO altyapisinan farkl katmanlars.

Dev ortamui, veri bilimcilerinin giinliik olarak etkilesime girmesi gereken ortamdir
ve bu nedenle onlar icin en az soyut olanidir. Ilk olarak bu kategoriyi ele alacagiz,
ardindan veri bilimcileri arasinda tartigmali bir konu olan kaynak yonetimini
tartisacagiz; insanlar hala bir veri bilimcinin bu katman hakkinda bilgi sahibi
olmasi gerekip gerekmedigini tartismaktadir. “MO platformu”, farkl bilesenleri
hala olgunlagmakta olan nispeten yeni bir kavram oldugundan, diger tim
kategorilere agina olduktan sonra bu kategoriyi en son tartigacagiz. Bir makine
Ogrenmesi platformu, bir girketin 6én yatirim yapmasimi gerektirir ancak dogru
bir gekilde yapilirsa o girketteki igle ilgili kullanim durumlarinda veri bilimcilerin
hayatini ¢ok daha kolay hale getirebilir.
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Iki sirket tamamen aymni altyap: ihtiyaclarma sahip olsa bile sonucta ortaya
cikan altyapi, sirketlerin altyapiy1 kendileri olugturmasi veya bu altyapiy: sa-
tin almalar1 kararlarina (yani neyi sirket igerisinde gelistirmek istediklerine
karg1 neyi digsaridan satin almak istediklerine) yonelik yaklagimlarina bagh
olarak farkli goriinebilir. Bu boélimiin son kisminda, altyapiy1 olusturmaya
karsi altyapiy1 bagkasindan satin alma kararlarimi ele alacagiz ve burada ma-
kine 6grenmesi altyapisi i¢in standartlagtirilmis ve birlestirilmis soyutlamalara
yonelik beklentileri de tartisacagiz.

Haydi baglayalim!

10.1 Depolama ve Bilgi-igslem

MO sistemleri cok miktarda veri ile calisir ve bu verilerin bir yerlerde depolan-
mas1 gerekir. Depolama katmani verilerin toplandigi1 ve depolandigr katmandir.
En basit haliyle depolama katmani bir sabit siirticii diski (HDD) veya bir
kat1 hal diski (SSD) olabilir. Depolama katmani tek bir yerde —6rnegin biitiin
verileriniz Amazon S3 veya Snowflake’de olabilir— olabildigi gibi birden ¢ok
lokasyona da yayilmis olabilir.® Depolama katmaniniz sirket-ici 6zel bir veri
merkezinde veya bulutta olabilir. Ge¢miste sirketler kendi depolama katmanin
yonetmeye ¢alismis olabilir. Ancak son on yilda, depolama katmani ¢ogunlukla
ticarilestirilmis ve buluta taginmigtir. Veri depolama o kadar ucuz héale geldi ki
cogu sirket sahip olduklar: tiim verileri hichir maliyet 6demeden depolamakta-
dir.? Veri katmanimi Béliim 3’te derinlemesine ele aldik, dolayisiyla bu béliimde
bilgi-islem katmanina odaklanacagiz.

Bilgi-islem katmani, bir sirketin erigebildigi tiim bilgi-islem kaynaklarini ve bu
kaynaklarin nasil kullanilabilecegini belirleyen mekanizmay: ifade eder. Kulla-
nilabilir bilgi-iglem kaynaklarinin miktar, ig yiiklerinizin 6lgeklenebilirligini
belirler. Bilgi-islem katmanini, iglerinizi ytriitecek motor olarak diisiinebilirsi-
niz. En basit haliyle, bilgi-islem katmani tiim hesaplamalarinizi yapan tek bir
CPU c¢ekirdegi veya bir GPU c¢ekirdegi olabilir. En yaygin bigimi, AWS Elastic
Compute Cloud (EC2) veya GCP gibi bir bulut saglayicis1 tarafindan yonetilen
bulutta bilgi-igslemdir.

Bilgi-islem katmani genellikle eg zamanl kullanilmak tizere daha kiigiik bilgi-
islem birimlerine boliinebilir. Ornegin, bir CPU cekirdegi iki es zamanl izlegi

8Verileri Amazon Redshift ve GCP BigQuery’ye yayilmis olan bir sirket ile kargilagmigtim
ve mithendisleri bu durumdan pek memnun degildi.

9Veri sistemlerinden Boliim 2’de bahsettigimizden burada sadece veri depolamadan bahse-
decegiz.
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