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1 Makine Öğrenmesi Dünyası

İnsanlar “Makine Öğrenmesi”ni duyduklarında akıllarına bir robot geliyor: Kime
sorduğunuza bağlı olarak değişen, güvenilir bir uşak ya da ölümcül bir Termina-
tör. Ama makine öğrenmesi geleceğe ait bir hayalden ibaret değil: Hâlihazırda
elimizde bulunuyor. Aslında on yıllardan beri Optik Karakter Tanıma (OCR)
gibi bazı özel uygulamalarıyla hayatımızdadır. Ana akım hâline gelen ilk makine
öğrenmesi uygulaması 1990’ların başından beri yüz milyonlarca insanın hayatını
iyileştiren gereksiz posta filtresidir . Tam olarak kendini tanıyan bir Skynet değil
ancak teknik olarak makine öğrenmesi olarak nitelendirilmektedir (aslında bir
e-postayı artık gereksiz posta olarak işaretlemeniz gerektiğini çok da iyi öğrendi).
Bunu daha iyi önerilerden, sesli aramaya kadar düzenli olarak kullandığınız yüz-
lerce ürün ve özelliğe sessizce güç veren yüzlerce makine öğrenmesi uygulaması
izledi.

Makine öğrenmesi nerede başlar ve nerede biter? Bir makinenin bir şeyi öğren-
mesi tam olarak ne anlama gelmektedir? Wikipedia’nın bir kopyasını indirirsem
bilgisayarım gerçekten bir şey öğrenecek mi? Aniden daha akıllı mı oldu? Bu
bölüme makine öğrenmesinin ne olduğunu ve neden kullanmak isteyebileceğinizi
açıklayarak başlayacağız.

Ardından, makine öğrenmesi kıtasını keşfetmeye başlamadan önce haritaya
bir göz atacağız ve ana bölgeler ve en önemli yerler hakkında bilgi edineceğiz:
Denetimli ve denetimsiz öğrenmeyi, çevrim içi ve yığın öğrenmeyi, örnek tabanlı
ve model tabanlı öğrenmeyi göreceğiz. Ardından, tipik bir makine öğrenmesi
projesinin iş akışına bakacağız, karşılaşabileceğiniz ana zorlukları tartışacağız
ve bir Makine Öğrenim sisteminin nasıl değerlendirileceğini ve hassas ayarın
nasıl yapılacağını ele alacağız.

Bu bölüm, her veri bilimcinin ezbere bilmesi gereken birçok temel kavramı
(ve jargonu) içermektedir. Bu, oldukça basit bir tanıtım olacak ancak kitabın
geri kalanına devam etmeden önce her şeyin sizin için net olduğundan emin
olmalısınız. Öyleyse bir kahve alın ve başlayalım!

2
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Eğer makine öğrenmesi temellerini zaten biliyorsanız
doğrudan Bölüm 2’ye atlayabilirsiniz. Ama emin değil-
seniz devam etmeden önce bölümün sonunda listelenen
tüm soruları yanıtlamaya çalışın.

1.1 Makine Öğrenmesi Nedir?

Makine öğrenmesi, verilerden öğrenen bilgisayarları programlama bilimidir (ve
sanatı).

İşte biraz daha genel bir tanım:

[Makine Öğrenmesi], bilgisayarlara açıkça programlama yapmadan
öğrenme yeteneği kazandıran bir çalışma alanıdır.

— Arthur Samuel, 1959

Ve daha mühendislik odaklı olanıysa:

Belli bir T görevi ve P performans ölçütü için eğer P performans
ölçütü, T görevinde E tecrübeleriyle artıyorsa bu E tecrübelerinden
öğrendiği söylenen bilgisayar programıdır.

— Tom Mitchell, 1997

Gereksiz posta filtreniz, gereksiz posta (örneğin kullanıcılar tarafından işaret-
lenmiş) örnekleri ve normal (“gereksiz olmayan”) posta örnekleri verilip gereksiz
posta işaretlemeyi öğrenebilen bir makine öğrenmesi programıdır. Sistemin
öğrenmek için kullandığı örneklere eğitim veri seti denir. Her bir eğitim örneğine
örneklem adı da verilir. Bu durumda T görevi yeni postaları gerekli/gereksiz
olarak işaretlemek, E tecrübesi eğitim veri seti ve P performans ölçütüyse,
örneğin doğru sınıflandırılan posta oranı olarak tanımlanabilir. Bu performans
ölçütü doğruluk oranı olarak adlandırılır ve genellikle sınıflandırma görevlerinde
kullanılır.

Wikipedia’nın bir kopyasını indirirseniz artık bilgisayarınızda çok daha fazla veri
bulunacaktır. Ama yaptığı herhangi bir görevde daha iyi değildir. Bu nedenle,
Wikipedia’nın bir kopyasını indirmek makine öğrenmesi değildir.
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1.2 Neden Makine Öğrenmesi Kullanılmalı?

Geleneksel programlama tekniklerini kullanarak nasıl gereksiz posta filtresi
yazacağınızı düşünün (Şekil-1.1):

1. Öncelikle gereksiz postanın tipik olarak nasıl göründüğünü düşünürdünüz.
Bazı kelimelerin veya kelime öbeklerinin (“4U”, “kredi kartı”, “ücretsiz” ve
“şaşırtıcı” gibi) konu satırında çok fazla ortaya çıkma eğiliminde olduğunu
fark edebilirsiniz. Belki de gönderenin adında, postanın gövdesinde ve/veya
postanın diğer bölümlerinde başka örüntüler de fark edebilirsiniz.

2. Fark ettiğiniz her bir örüntü için bir tespit algoritması yazarsınız ve bu
örüntülerden birkaçı tespit edilirse programınız postaları gereksiz olarak
işaretler.

3. Programınızı test eder ve üretim ortamında kullanmaya başlamadan önce
yeterince iyi olana kadar 1. ve 2. adımları tekrarlarsınız.

Şekil 1.1: Geleneksel Yaklaşım

Problem zor olduğundan programınız muhtemelen karmaşık kuralların uzun bir
listesi hâline gelecektir ve bakımı oldukça zorlaşacaktır.

Aksine, makine öğrenmesi tekniklerine dayanan bir gereksiz posta filtresi, gerekli
posta örneklerine kıyasla gereksiz posta örneklerinde olağan dışı sık kullanılan
kelime örüntülerini tespit ederek hangi kelimelerin ve ifadelerin gereksiz posta
için iyi tahminci olduğunu otomatik olarak öğrenir (Şekil-1.2). Program çok daha
kısa, bakımı daha kolay ve büyük olasılıkla daha doğru sonuçlar getirecektir.

Gereksiz posta gönderenler “4U” içeren tüm postalarının engellendiğini fark
ederse ne olur? Bunun yerine “For U” yazmaya başlayabilirler. Geleneksel
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programlama tekniklerini kullanan bir gereksiz posta filtresinin “For U” içeren
postaları işaretlemek üzere güncellenmesi gerekir. Gereksiz posta gönderenler
gereksiz posta filtreniz üzerinde çalışmaya devam ederse sonsuza kadar yeni
kurallar yazmaya devam etmeniz gerekir.

Buna karşılık makine öğrenmesi tekniklerine dayanan bir gereksiz posta filtresi
kullanıcılar için işaretlenen gereksiz postada “For U” nun olağan dışı bir şekilde
sık sık geldiğini otomatik olarak fark eder ve sizin müdahaleniz olmadan bunları
gereksiz posta olarak işaretlemeye başlar (Şekil-1.3).

Şekil 1.2: Makine öğrenmesi yaklaşımı

Şekil 1.3: Otomatik olarak değişime uyum sağlaması

Makine öğrenmesinin yıldızlaştığı bir başka alan geleneksel yaklaşımlar için çok
karmaşık olan ya da bilinen bir çözüm algoritması bulunmayan problemlerdir.
Örneğin, bir konuşma tanıma programı düşünün. Basit bir başlangıç yapmak
ve “bir” ve “iki” kelimelerini ayırt edebilecek bir program yazmak istediğinizi
varsayalım. “İki” kelimesinin yüksek perdeli bir sesle (“İ”) başladığını fark
edebilirsiniz, böylece yüksek perdeli ses yoğunluğunu ölçen bir algoritmayı
kodlayabilir, birleri ve ikileri ayırt etmek için kullanabilirsiniz. Ama açıkçası
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bu teknik gürültülü ortamlarda ve düzinelerce dilde milyonlarca farklı insanın
konuştuğu binlerce kelimeye ölçeklenemez. En iyi çözüm (en azından bugün) her
kelime için birçok örnek kayıt verildiğinde kendi kendine öğrenen bir algoritma
yazmaktır.

Son olarak, makine öğrenmesi insanların öğrenmesine yardımcı olabilir (Şekil-
1.4). Makine öğrenmesi algoritmaları ne öğrendiklerini görmek için incelenebilir
(gerçi bu bazı algoritmalar için biraz zor olabilir). Örneğin, bir gereksiz posta
filtresi yeteri kadar gereksiz posta üzerinde eğitildikten sonra gereksiz posta-
ları en iyi tahmin ettiğine inandığı kelime listesi ve kelime kombinasyonları
incelenebilir. Bazen bu; şüphe edilmeyen korelasyonlar ya da yeni eğilimler
ortaya çıkartır. Böylece problemin daha iyi anlaşılmasına yol açar. Makine
öğrenmesi tekniklerinin büyük miktarda veriye uygulanması kolayca görülmeyen
örüntülerin keşfedilmesine yardımcı olabilir. Buna veri madenciliği denir.

Şekil 1.4: Makine öğrenmesi, insanların öğrenmesine yardımcı olabilir

Özetlemek gerekirse makine öğrenmesi aşağıda sıralanan konular için harika bir
seçimdir:

• Mevcut çözümlerin çok sayıda hassas ayar veya uzun kural listesi ge-
rektirdiği sorunlar: Bir makine öğrenmesi algoritması genellikle kodu
basitleştirebilir ve geleneksel yaklaşımdan daha iyi performans gösterebi-
lir.

• Geleneksel bir yaklaşım kullanmanın iyi bir çözüm getirmediği karmaşık
sorunlar: En iyi makine öğrenmesi teknikleri belki bir çözüm bulabilir.
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2.2.2 Performans Ölçütü Seçin

Sonraki adımınız bir performans ölçütü seçmektir. Bağlanım problemleri için
tipik bir performans ölçütü Ortalama Karesel Hata Kareköküdür (RMSE).
Sistem tahminlerini yaptığında büyük hatalara daha büyük ağırlıklar vererek
ne kadar hata yaptığı hakkında bir fikir verir. Denklem-2.1 matematiksel olarak
RMSE’nin nasıl hesaplanacağını göstermektedir.

Ortalama Karesel Hata Karekökü (RMSE)

RMSE(X, h) =

√√√√ 1

m

m∑
i=1

(
h
(
x(i)
)
− y(i)

)2 (2.1)

Notasyon
Bu denklem bu kitap boyunca kullanacağımız birçok makine öğrenmesi
notasyonunu içermektedir.

• m, üzerinde RMSE hesabını yapacağınız veri setindeki örnek
sayısıdır.

– Örneğin eğer doğrulama veri setinde 2000 bölge için RMSE
hesaplıyorsanız m = 2000’dir.

• x(i) veri setindeki iinci örneğin tüm niteliklerinin (etiketi hariç)
değerlerini içeren bir vektördür ve y(i) ise o örneğin etiketidir (o
örnek için istenen çıktı değeri).

– Örneğin ilk bölge -118.29°enleminde, 33.91°boylamında ve
gelirlerinin medyanı 38372$ olan 1416 nüfusa ve medyan
konut fiyatı 156400$ (şimdilik diğer nitelikleri atlıyoruz)
olsun:

x(1) =


−118.29

33.91
1416
38372


ve:

y(1) = 156400

• X veri setindeki tüm örneklerin tüm niteliklerini (etiketleri hariç)
içeren bir matristir. Her satır bir örneğe ait ve iinci satır x(i)
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vektörünün transpozuna, yani (x(i))> ifadesine eşittir.4

– Örneğin ilk bölgenin az önce tanımladığımız gibi olduğunu
düşünürsek X matrisi şuna benzer:

X =



(
x(1)

)ᵀ(
x(2)

)ᵀ
...(

x(1999)
)ᵀ(

x(2000)
)ᵀ

 =

(
−118.29 33.91 1416 38372

...
...

...
...

)

• h, hipotez de denilen sisteminizin tahmin fonksiyonudur. Siste-
minize bir örneğe ait nitelik vektörü x(i) verildiğinde, çıktısı o
örneğe ait tahmin ŷ(i) = h(x(i)) edilen değerdir ŷ.
– Örneğin eğer sisteminiz ilk bölge için medyan konut fiyatını
158400$ olarak tahmin ederse ŷ(1) = h(x(1)) = 158400$’dır.
O bölge için tahmin hatası ise ŷ(1) – y(1) = 2000’dir.

• RMSE(X,h) h hipotezinin bir örnekler seti için ölçülen maliyet
fonksiyonudur.

Skaler değerleri (m ya da y(i) gibi) ve fonksiyonları isimlendirirken (h
gibi) küçük yatık harfler, vektörleri (x(i) gibi) küçük kalın harfler ve
matrisleri (X gibi) büyük kalın harflerle gösteriyoruz.

Her ne kadar RMSE bağlanım görevlerinde genellikle tercih edilen bir performans
ölçütü olsa da bazen farklı fonksiyonlar da tercih edebilirsiniz. Örneğin çok fazla
bölge için aykırı değerlerin olduğunu düşünün. Bu durumda ortalama mutlak
hata kullanmayı düşünebilirsiniz (MAE, ortalama mutlak değişim olarak da
adlandırılır; Denklem-2.2 bakınız):

Ortalama mutlak hata (MAE)

MAE(X, h) =
1

m

m∑
i=1

∣∣∣h(x(i)
)
− y(i)

∣∣∣ (2.2)

Hem RMSE hem de MAE iki vektör arasındaki mesafeyi ölçmenin bir yoludur:
Tahmin vektörü ve hedef etiket vektörü. Farklı mesafe ölçütleri ya da normları
kullanmak mümkündür:

• Karelerin toplamının karekökünü (RMSE) hesaplamak şu anda aşina
olduğunuz Öklid normu (ÇN: Euclidean norm) hesaplamaya karşılık gelir.

4Transpoz operatörü sütun vektörünü satır vektörüne dönüştürür (ve tam tersine).
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Aynı zamanda `2 norm olarak adlandırılır ve ‖ · ‖2 ile de gösterilir. (Ya da
sadece ‖ · ‖).

• Mutlak değerlerin toplamını (MAE) hesaplamak `1 normuna karşılık gelir
ve ‖ · ‖1 ile gösterilir. Bazen Manhattan normu olarak da adlandırılır.
Çünkü bir şehirdeki iki nokta arasındaki mesafeyi sadece ortogonal bloklar
kullanarak ölçer.

• Daha genel olarak n tane eleman içeren v’nin `k normu vektörü ‖v‖k =(
|v0|k + |v1|k + . . .+ |vn|k

)1/k
olarak tanımlanabilir. `0 vektörde sıfırdan

farklı elemanları gösterirken, `∞ en büyük mutlak değeri gösterir.

• Büyük norm indeksleri küçük değerleri yok sayarken büyük değerlere
odaklanır. Bu yüzden, RMSE aykırı değerlerden MAE’ye göre daha fazla
etkilenir. Ama aykırı değerler üssel olarak seyrek olduğunda (çan eğrisinde
olduğu gibi) RMSE çok başarılı olur ve tercih edilir.

2.2.3 Varsayımları Kontrol Edin

Son olarak; şu ana kadar yapılan varsayımları (sizin tarafınızdan ya da başkaları
tarafından) listelemek ve doğrulamak iyi olacaktır ki bu size yapacağınız ciddi
hataları önceden görmenizde yardımcı olacaktır. Örneğin, sisteminizin çıktısı ola-
cak ve başka bir makine öğrenmesi sistemine girdi olacak olan bölge fiyatlarının
sizin ürettiğiniz şekilde kullanılacağını varsaydınız. Ama diğer sistem ürettiğiniz
fiyatları kullanmak yerine kategorilere (mesela “ucuz”, “ortalama” ya da “pahalı”)
dönüştürüp kullanacaksa ne olacak? Bu durumda fiyatları mükemmel bir şekilde
tahmin etmek çok da önemli olmayacak onun yerine sadece doğru kategoriyi
tahmin etmesi gerekecek. Eğer öyleyse problem bağlanım görevi yerine sınıflan-
dırma görevi olarak düşünülmeliydi. Bunu bir bağlanım görevi olarak düşünüp
aylarca uğraştıktan sonra fark etmek istemezsiniz.

Neyse ki diğer sistemden sorumlu olan takımla yaptığınız görüşme sonucunda
sadece kategorilere değil gerçek fiyatlara da ihtiyaçları olduğuna emin oldunuz.
Çok güzel! Her şeyi hazırladınız, yeşil ışık yandı ve kodlamaya başlayabilirsiniz!

2.3 Verileri Toplayın

Ellerinizi kirletme zamanı geldi. Dizüstü bilgisayarınızı alıp Jupyter not defte-
rinde bulunan kod örneklerinin üzerinden geçmekten çekinmeyin. Tüm Jupyter
not defteri örneklerini https://github.com/ageron/handson-ml2 bağlantısında
bulabilirsiniz.
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Coğrafi Veriyi Görselleştirme

Enlem ve boylam gibi coğrafi bilgiler bulunduğundan bölge verilerini dağılım
grafiği kullanarak görselleştirmek iyi bir fikir olacaktır (Şekil-2.11’e bakınız):

housing.plot(kind="scatter", x="enlem", y="boylam")

Şekil 2.11: Verinin coğrafi dağılım grafiği

Evet grafik Kaliforniya’ya benziyor ama ondan başka bir örüntü görülemi-
yor. alpha opsiyonunu 0.1 yapmak verinin yoğun olduğu noktaları daha iyi
görselleştirir (Şekil-2.12):

housing.plot(kind="scatter", x="enlem", y="boylam", alpha=0.1)

Şimdi daha iyi oldu: Yüksek yoğunluklu alanları görüyorsunuz. Los Angeles ve
San Diego yakınlarında bulunan Bay Area, Sacramento ve Fresno yakınlarında
uzanan Central Valley alanlarında yoğunluk göze çarpıyor.

Beynimiz resimlerdeki örüntüleri bulma konusunda çok iyidir ama görselleştirme
parametreleriyle biraz daha oynayarak örüntüleri ortaya çıkarmanız gerekecektir.

Şimdi de ev fiyatlarına bakalım (Şekil-2.13). Her dairenin yarıçapı nüfusu (s
opsiyonu) renklerse fiyatları (c opsiyonu) gösteriyor. Maviden (düşük fiyatlar)
kırmızıya (yüksek fiyatlar) değişen jet isimli, önceden tanımlı bir renk haritası
(cmap opsiyonu) kullanacağız:16

16Bunu gri tonlamalı olarak okuyorsanız, kırmızı bir kalem alın ve Körfez Bölgesi’nden San
Diego’ya kadar sahil şeridinin büyük bir kısmını karalayın (beklediğiniz gibi). Sacramento’nun
etrafına da sarı bir yama ekleyebilirsiniz.
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Şekil 2.12: Yüksek yoğunluklu bölgeleri daha iyi görselleştirme

housing.plot(kind="scatter", x="enlem", y="boylam", alpha=0.4,

s=housing["population"]/100, label="nüfus", figsize=(10,7),

c="median_house_value", cmap=plt.get_cmap("jet"), colorbar=True,

)

plt.legend()

Şekil 2.13: Kaliforniya ev fiyatları: Kırmızı pahalı, mavi ucuz fiyatları, geniş daireler nüfus yoğun
bölgeleri belirtmektedir.
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öznitelik sayısına göre doğrusaldır. Diğer bir deyişle iki katı örnek üzerinde (ya
da iki katı öznitelik üzerinde) tahmin yapmak iki katı zaman alacaktır.

Şimdi doğrusal bağlanım modelini eğitmenin çok fazla sayıda öznitelik bulundu-
ğunda ya da hafızaya sığmayacak kadar fazla örnek bulunduğunda çok kullanışlı
olan oldukça farklı bir yöntemine bakacağız.

4.2 Gradyan İnişi

Gradyan inişi çok farklı problemler için optimum sonucu bulabilme yeteneğine
sahip bir eniyileme algoritmasıdır. Gradyan inişinin ana fikri parametreleri her
iterasyonda ayarlayarak maliyet fonksiyonunu enküçültmektir.

Bir dağda yoğun siste kaybolduğunuzu ve sadece ayağınızı bastığınız yerin
eğimini hissettiğinizi düşünün. Vadiye hızla ulaşmanın iyi bir yolu en dik eğimi
aşağı doğru takip etmektir. Bu tam olarak gradyan inişinin yaptığı şeydir:
Hata fonksiyonunun θ parametre vektörüne göre gradyanını hesaplar ve azalan
gradyan yönünde ilerler. Gradyan sıfır olduğunda, minimum seviyeye ulaştınız!

Somut olarak θ vektörünü rastgele değerlerle doldurarak (buna rastgele ilk değer
atama denir) başlarsınız. Sonra yavaş yavaş onu geliştirirsiniz, her seferince
küçük bir adım atıp, her adımda maliyet fonksiyonu (örneğin MSE) değerini
azaltıp, bir minimuma yakınsayıncaya kadar ilerlersiniz (Şekil-4.3’e bakınız).

Şekil 4.3: Bu gradyan inişi tasvirinde, model parametrelerinin rastgele olarak ilk ataması yapılır
ve maliyet fonksiyonunu enküçültmek için defalarca ayarlanır; öğrenme adamının büyüklüğü, maliyet
fonksiyonunun eğimiyle doğru orantılıdır. Dolayısıyla adımlar, parametreler minimuma yaklaştıkça
yavaş yavaş küçülür.

Gradyan inişinin önemli bir parametresi öğrenme oranı hiperparametresiyle
kontrol edilen adım büyüklüğüdür. Eğer öğrenme oranı çok küçükse algoritma
yakınsayana kadar çok fazla iterasyon yapacak ve bu çok zaman alacaktır
(Şekil-4.4’e bakınız).
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Şekil 4.4: Öğrenme oranı çok küçük

Diğer taraftan öğrenme oranı çok büyükse vadiden karşıya atlayıp, bulunduğu-
nuz yerden daha yüksek bir noktaya ulaşabilirsiniz. Bu durum algoritmanın
ıraksamasına sebep olur ve daha büyük değerlere doğru yönlendirir ve iyi bir
çözüm bulamayabilir (Şekil-4.5’e bakınız).

Şekil 4.5: Öğrenme oranı çok büyük

Son olarak, tüm maliyet fonksiyonları düzgün biçimli bir çanak şekline sahip
değildir. Delikler, sırtlar, platolar ve diğer düzensiz yüzeyler bulunabilir ve
minimuma yakınsamayı zorlaştırabilir. Şekil-4.6 gradyan inişinin karşılaştığı iki
ana zorluğu göstermektedir. Eğer rastgele ilk değer atama algoritmayı solda
başlatırsa yerel minimuma ulaşır ki global minimum kadar iyi değildir. Eğer
sağda başlarsa düzlüğü geçmesi çok zaman alır. Çok erken durdurursanız, global
minimuma asla ulaşamazsınız.

Neyse ki doğrusal bağlanım modeli için MSE maliyet fonksiyonu konveks fonk-
siyondur . Bu, eğri üzerinde seçeceğiniz iki noktadan geçen bir doğru parçasının
eğriyi asla kesmeyeceği anlamına gelir. Bu da yerel minimum olmadığını, sadece
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Şekil 4.6: Gradyan inişi tuzağı

tek olan global minimum olduğunu işaret eder. Aynı zamanda eğimi birden
değişmeyen sürekli bir fonksiyondur.3 Bu iki gerçeğin bir güzel sonucu vardır:
Gradyan inişi global minimum değerine yeterince yaklaşacağını garanti eder
(yeterince uzun beklerseniz ve öğrenme oranı çok büyük değilse).

Aslında maliyet fonksiyonunun şekli çanak şeklindedir ancak eğer nitelikler
farklı ölçeklerdeyse yayvan bir çanak olabilir. Şekil-4.7 eğitim veri setindeki
nitelik 1 ve 2’nin aynı ölçeğe geldiğindeki gradyan inişini (soldaki) ve nitelik 1’in
nitelik 2’ye göre daha küçük değerler aldığı durumdaki gradyan inişini (sağdaki)
gösteriyor.4

Şekil 4.7: Öznitelik ölçeklemesi olan (sol) ve olmayan (sağ) gradyan inişi

Gördüğünüz gibi soldaki gradyan inişi algoritması doğrudan minimuma gidiyor
ve bu minimuma hızlıca ulaşıyor. Ama sağdaki önce global minimum istikametine
hemen hemen ortogonal yönde gidiyor ve düz vadide uzun bir yol katediyor.
Sonunda minimuma ulaşacaktır ancak bu uzun zaman alacaktır.

3Teknik olarak türevi Lipschitz süreklisidir.
4Nitelik 1 daha küçük değer aldığından, maliyet fonksiyonunu etkileyebilmek için θ1’de

daha büyük bir değişim gereklidir. Bu nedenle, çanak θ1 ekseni boyunca uzamıştır.
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Gradyan inişini kullanırken özniteliklerin aynı ölçekte
olduğuna emin olmalısınız (örneğin Scikit-Learn’in Stan-
dardScaler sınıfını kullanarak) yoksa yakınsaması uzun
zaman alacaktır.

Bu diyagram aynı zamanda model eğitmenin maliyet fonksiyonu enküçülten (eği-
tim veri setinde) parametre kombinasyonu arama anlamına geldiğini gösteriyor.
Bu arama, modelin parametre uzayında yapılır: Model parametre sayısı arttıkça,
bu uzayın boyutları çok artar ve arama zorlaşır: 300-boyutlu samanlıkta iğne
aramak 3 boyutta aramaktan daha zorludur. Neyse ki doğrusal bağlanımda
maliyet fonksiyonu konvekstir ve iğne de çanağın dibindedir.

4.2.1 Yığın Gradyan İnişi

Gradyan inişini gerçekleştirmek için modelin her parametresi θj için maliyet
fonksiyonunun gradyanını hesaplamalısınız. Diğer bir deyişle θj parametresini
bir miktar değiştirdiğinizde maliyet fonksiyonunun ne kadar değişeceğini hesap-
lamaya ihtiyacınız vardır. Bu, kısmi türev olarak adlandırılır. Şöyle sormaya
benzer; “Eğer yüzümü batıya dönersem dağın ayağımın altında kalan kısmının
eğimi nedir?” ve aynı soruyu kuzey için de sorarsınız (ve bunu her yön için
tekrar edersiniz). Denklem 4.5 maliyet fonksiyonunun θj parametresine göre
kısmi türevini hesaplar ve ∂MSE(θ)/∂θj ile gösterilir.

Maliyet fonksiyonunun kısmi türevi

∂

∂θj
MSE (θ) =

2

m

m∑
i=1

(θᵀx(i) − y(i))x(i)j (4.5)

Tek tek hesaplamak yerine Denklem 4.6’daki vektörü kullanarak kısmi türevleri
bir seferde de hesaplayabilirsiniz. ∇θMSE(θ) ile gösterilen gradyan vektörü,
maliyet fonksiyonunun tüm kısmi türevlerini içerir (her biri, model parametresi
için olacak biçimde).

Maliyet fonksiyonunun gradyan vektörü

∇θMSE (θ) =


∂
∂θ0

MSE (θ)
∂
∂θ1

MSE (θ)
...

∂
∂θn

MSE (θ)

 =
2

m
Xᵀ(Xθ − y) (4.6)
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4.5.4 Erken Durdurma

Gradyan inişi gibi iterasyonla çalışan öğrenme algoritmalarını düzenlileştirmenin
çok farklı bir yoluysa doğrulama hatası en küçük değere ulaşır ulaşmaz eğitimi
durdurmaktır. Bu, erken durdurma olarak adlandırılır. Şekil-4.20 yığın gradyan
inişiyle eğitilen karmaşık bir modeli (yüksek dereceden polinom bağlanım modeli)
göstermektedir. Epoklar ilerledikçe ve algoritma öğrendikçe eğitim ve doğrulama
veri setlerinde tahmin hatası (RMSE) birlikte azalır. Bir süre sonra doğrulama
hatasının azalması durur ve tekrar yükselişe geçer. Bu, modelin eğitim veri setine
aşırı uydurmaya başladığına işaret eder. Erken durdurmada doğrulama hatası
en küçük değere iner inmez eğitimi durdurursunuz. Bu, Geoffrey Hinton’ın
“bedava öğlen yemeği” dediği, basit ve etkili bir düzenlileştirme tekniğidir.

Şekil 4.20: Erken durdurma düzenlileştirmesi

Stokastik ve mini-yığın gradyan inişi kullanırken eğriler
bu kadar düzgün olmaz ve bazen minimuma ulaşıp ulaş-
madığınızı anlamak zor olabilir. Çözümlerden biri, doğ-
rulama hatasının minimum civarında bir süre geçirmesi
hâlinde durmak (modelin daha iyisini yapamayacağına
emin olduğunuzda) ve model parametrelerini doğrulama
hatasının en küçük olduğu duruma döndürmektir.

Aşağıda erken durdurmanın basit bir uygulamasını bulabilirsiniz:

from copy import deepcopy

# verileri hazırlama

poly_scaler = Pipeline([

("poly_features", PolynomialFeatures(degree=90, include_bias=False)),

("std_scaler", StandardScaler())

])
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X_train_poly_scaled = poly_scaler.fit_transform(X_train)

X_val_poly_scaled = poly_scaler.transform(X_val)

sgd_reg = SGDRegressor(max_iter=1, tol=-np.infty, warm_start=True,

penalty=None, learning_rate="constant", eta0=0.0005)

minimum_val_error = float("inf")

best_epoch = None

best_model = None

for epoch in range(1000):

sgd_reg.fit(X_train_poly_scaled , y_train) # kaldığı yerden devam ediyor

y_val_predict = sgd_reg.predict(X_val_poly_scaled)

val_error = mean_squared_error(y_val, y_val_predict)

if val_error < minimum_val_error:

minimum_val_error = val_error

best_epoch = epoch

best_model = deepcopy(sgd_reg)

warm_start=True seçilip fit() metodu çağrıldığında eğitimin sıfırdan başlamak
yerine kaldığı yerden devam ettiğini unutmayın.

4.6 Lojistik Bağlanım

Bölüm 1’de aktardığımız gibi bazı bağlanım algoritmaları sınıflandırma için
kullanılabilir (tersi de geçerlidir). Lojistik bağlanım genellikle örneklerin bir sınıfa
ait olma olasılığını tahmin etmek için kullanılır (örneğin, bir e-postanın gereksiz
posta olma olasılığı nedir?). Eğer tahmin edilen olasılık %50’den fazlaysa örnek
o sınıfa aittir (pozitif sınıf denir ve etiketi “1”dir), değilse o sınıfa ait değildir
(negatif sınıfa aittir ve etiketi “0”dır). Bu, onu ikili sınıflandırıcı yapar.

4.6.1 Olasılık Tahmini

Lojistik bağlanım nasıl çalışır? Doğrusal bağlanım modelinde olduğu gibi lojistik
bağlanım modeli de girdi niteliklerinin ağırlıklı toplamını (artı yanlılık terimi)
hesaplar. Ama doğrusal bağlanım modelinin yaptığı gibi doğrudan bir çıktı
vermek yerine sonucun lojistiğini verir (Denklem 4.13’e bakınız).

Lojistik —σ(·) ile gösterilen— sigmoid fonksiyonudur (S -şeklinde) ve 0 ile 1
arasında çıktılar verir. Denklem 4.14 ve Şekil-4.21’de gösterildiği gibi tanımlanır.
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Lojistik bağlanım modeli olasılık tahmini (vektörel form)

p̂ = hθ (x) = σ (xᵀθ) (4.13)

Lojistik fonksiyon

σ (t) =
1

1 + exp(−t)
(4.14)

Şekil 4.21: Lojistik fonksiyon

Lojistik bağlanım modeli, x örneğinin pozitif sınıfa ait olma olasılığı olan (p̂) =
hθ(x)’i hesapladığında o örneğe ait ŷ tahminini kolaylıkla yapabilir (Denklem
4.15’e bakınız).

Lojistik bağlanım modelinin tahmini

ŷ =

{
0, p̂ < 0.5
1, p̂ ≥ 0.5

(4.15)

t < 0 olduğunda σ(t) < 0.5 olduğuna ve t ≥ 0 olduğunda σ(t) ≥ 0.5 olduğuna
dikkat edin. Sonuç olarak lojistik bağlanım modeli x>θ pozitif olduğunda 1
negatif olduğunda 0 tahmin eder.

Bu t skoru, lojit olarak da adlandırılır. İsmi, lojit(p)
= log(p / (1 – p)) ile tanımlanan lojit fonksiyonun-
dan gelir. Lojit fonksiyonu, lojistik fonksiyonun tersidir.
Tahmin edilen olasılık p’nin lojitini hesapladığınızda
sonucun t olduğunu bulacaksınız. Pozitif sınıflar için
tahmin edilen olasılık ile negatif sınıflar için tahmin
edilen olasılık arasındaki oranın logaritması olduğu için
lojit aynı zamanda odds oranının logaritması olarak da
bilinir.
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Lojistik maliyet fonksiyonunun kısmi türevleri

∂

∂θj
J (θ) =

1

m

m∑
i=1

(
σ
(
θᵀx(i)

)
− y(i)

)
x
(i)
j (4.18)

Stokastik gradyan inişinde her seferinde bir örnek ve mini-yığın gradyan inişinde
her seferinde bir mini-yığın alırsınız.

4.6.3 Karar Sınırları

Iris veri setini kullanarak lojistik bağlanımı görselleştirelim. Üç farklı türden 150
süsen çiçeğinin çanak ve taç yapraklarının genişliği ve uzunluğunu içeren çok
ünlü bir veri setidir: Iris setosa, Iris versicolor ve Iris virginica (Şekil-4.22’ye
bakınız14).

Şekil 4.22: Üç farklı süsen bitkisinin çiçekleri

Şimdi Iris virginica türünü sadece taç yaprağı genişliğine bakarak tespit eden
bir sınıflandırıcı oluşturalım. Önce veri setini yükleyelim:

>>> from sklearn import datasets

>>> iris = datasets.load_iris()

>>> list(iris.keys())

[’data’, ’target’, ’target_names’, ’DESCR’, ’feature_names’, ’filename’]

>>> X = iris["data"][:, 3:] # taç yaprağı genişliği

>>> y = (iris["target"] == 2).astype(np.int) # eğer Iris virginica ise 1 değilse 0

14Resimler ilgili Wikipedia sayfaları kullanılarak yeniden üretilmiştir. Iris virginica resmi,
Frank Mayfield (Creative Commons BY-SA 2.0 (https://creativecommons.org/licenses/by-
sa/2.0/)), Iris versicolor resmi D. Gordon E. Robertson (Creative Commons BY-SA 3.0
(https://creativecommons.org/licenses/by-sa/3.0/)), Iris setosa resmi açık kaynaklı.
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Şimdi de bir lojistik bağlanım modeli eğitelim:

from sklearn.linear_model import LogisticRegression

log_reg = LogisticRegression()

log_reg.fit(X, y)

Genişliği 0 cm’den 3 cm’ye değişen taç yaprağa sahip çiçekler için modelin
tahmin ettiği olasılıklara bakalım (Şekil-4.23):15

X_new = np.linspace(0, 3, 1000).reshape(-1, 1)

y_proba = log_reg.predict_proba(X_new)

plt.plot(X_new, y_proba[:, 1], "g-", label="Iris virginica")

plt.plot(X_new, y_proba[:, 0], "b--", label="Not Iris virginica")

# + güzel gözükmesi için daha fazla Matplotlib kodu

Şekil 4.23: Tahmin edilen olasılıklar ve karar sınırı

Iris virginica çiçeğinin taç yapraklarının genişliği (üçgenle gösterilen) 1.4 cm ile
2.5 cm aralığındadır, diğer süsen çiçeklerinin taç yaprağı genişliğiyse (kareyle
gösterilenler) daha küçüktür 0.1 cm ile 1.8 cm aralığındadır. Bir miktar üst
üste geldiğine dikkat edin. Taç yaprağı genişliği 2 cm’nin üstüne çıktığında
sınıflandırıcı çiçeğin Iris virginica (o sınıf için yüksek olasılık değerleri veriyor)
olduğuna oldukça eminken, 1 cm’in altına indiğinde Iris virginica olmadığına
oldukça emindir. Bu iki ucun haricinde sınıflandırıcı kararsız kalıyor ancak
predict sınıfını (predict_proba()metodu yerine predict()metodu) kullanarak
bir sınıf tahmin etmesini isterseniz, en olası sınıfı getirecektir. Dolayısıyla 1.6 cm
civarında olasılık değerlerinin %50-%50 eşit olduğu bir karar sınırı bulunuyor.
Eğer taç yaprağı genişliği 1.6 cm’den büyükse sınıflandırıcı çiçeği Iris virginica
olarak sınıflandıracak aksi hâlde de Iris virginica olmadığını tahmin edecek (her
ne kadar çok emin olmasa da):

>>> log_reg.predict([[1.7], [1.5]])

array([1, 0])

15NumPy’ın reshape() fonksiyonu bir boyutun –1 olmasına izin verir, bu “tanımlanmamış”
anlamındadır: Bu değer dizinin uzunluğundan ve geri kalan boyutlardan elde edilir.


